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Ozet

Internetin giinliik hayatimizdaki artan kullamimi ile beraber sosyal medya organlarinin
gelisimi de paralellik gostermektedir. Mikroblog adi verilen facebook ve twitter benzeri
uygulamalart ile anlik duygular: ve diisiinceleri ifade etmek son derece yaygin bir hale
gelmistir. Mikroblog sitelerinin en yaygin kullanima sahip olanlarindan birisi de
Twitter uygulamasidir. Twitter iizerinden paylasilan mesajlar bir tiriin ya da hizmet
hakkinda olabilecegi gibi bir kisiyle ilgili bir yorumda olabilmektedir. Yapilan yorumun
belirtmek istedigi anlami ve duyguyu belirleyebilmek son donemdeki gozde konulardan
biridir. Bir iirtin ya da hizmet hakkinda yapilan binlerce yorumun tek tek okunup
anlamlandwrilmasi  ve  yorumlayanlarin  fikirlerinin ~ siniflandirilmast ~ geleneksel
yontemlerde olduk¢a zaman ve emek alan bir alandir. Gerek makine ogrenmesi ve derin
ogrenme algoritmalarindaki gelismeler gerekse de bunlari isleyip yorumlayacak
bilgisayar sistemlerinin gelisimine parallel olarak milyonlarca veri iizerinde duygu
siiflandwriimast miimkiin hale gelmistir. Gergeklestirdigimiz ¢alismada Tiirk¢e ve
Ingilizce tivitler iizerinde duygusal simiflandirma c¢alismasi  gerceklestirilmistir.
Dokiiman vektorleri (Doc2Vec) kullamlarak yapilan ¢alismada hem DBoW ve DM gibi
iki farkl dokiiman vektorii yonteminin ¢alismast hemde Yar:t Danismanli ve Danismanl
ogrenmenin etkileri arastirtlmistir. Calisma sonucglart dogruluk, kesinlik, anma,
ozgtinliik ve F-ol¢iitii metrikleri ile raporlanmistir. Gercgeklestirilen ¢alisma sonucunda
Yar: Danismanli 6grenme yontemi hem Tiirkce hemde Ingilizce veri kiimesinde
Danismanli 6grenmeye gore daha bagarili sonuglar elde etmistir.

Anahtar kelimeler: Yar: danigsmanli 6grenme, danismanli 6grenme, Doc2Vec, duygu
analizi, makine ogrenmesi, dogal dil isleme, derin 6grenme.
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Sentiment analysis of tweets based on document vectors using
supervised learning and semi-supervised learning

Abstract

The increasing presence of the Internet in the daily life leads to proliferation of social
media. Microblogging applications such as Facebook and Twitter let their users to
express their feelings and emotions in a short form of digital content including text,
picture, and video. Twitter is one of the most popular microblogging applications.
Tweets posted on twitter may contain positive or negative comments on a product,
service or an individual. The analysis of the sentiments behind the tweets has been a
popular research topic recently. Considering the time required to read and analyze a
vast amount of tweets regarding a given product or service, manual classification of
tweets is a complex and time consuming process. Recent machine learning and deep
learning algorithms and the developments in the computer systems enable classification
of the huge amount of data according to their sentiments in parallel. In this study, we
have carried out sentiment analysis on tweets with both Turkish and English content.
We have employed Document Vectors (Doc2Vec) along with DBoW and DM and
analyzed the performance of semi-supervised and supervised learning methods. We
have reported the performance in terms of accuracy, precision, recall, specificity and F-
score metrics. We have concluded that semi-supervised learning outperforms
supervised learning for both Turkish and English datasets.

Keywords: Semi-supervised learning, supervised learning, Doc2Vec, sentiment
analysis, machine learning, natural language processing, deep learning.

1. Giris

Son yillarda internete erisim imkanlarinin artig1 ile internet hayatin vazgecilmez bir
nesnesi haline gelmistir. Ozellikle mobil tabanli sosyal medya uygulamalarinin cep
telefonlarma girmesiyle hayatimizin her ani sanal ortama tasinmaktadir. Insanlarin
herhangi bir iiriin ya da hizmet ile ilgili goriislerini hizli ve kolay bir sekilde
paylagsmalarina imkan saglayan sosyal platform (Facebook, Twitter vb.) siteleri
giiniimiizde ¢ok revagtadir. Internetin kullanimmin yaygimlagmasiyla beraber sosyal
platformalarda (Twitter, Facebook vb.) paylasilan iceriklerin artis1 paralellik
gostermektedir [1].  Sosyal platformlar {izerinden yazilan metinler psikoloji, veri
madenciligi gibi aragtirma alanlar1 i¢in biiylik bir veri toplama alan1 olugmasim
saglamistir [2,3]. Internet kullaniminin artis1 ile birlikte artan kullanici yorumlarmin
olumlu ya da olumsuz gibi siniflandirilmasi biiyiik bir ihtiyag¢ haline gelmistir.

Biiylik miktarda verinin 6n islemlerden gecirilip, islenmesi ve dogru smiflandirilmasi
biliyiik 6nem arz etmektedir. Sosyal paylasim siteleri {izerinden elde edilen veriler
lizerinde ¢esitli makine Ogrenmesi algoritmalar1 calistirilarak  siniflandirmay1
gerceklestirmek miimkiindiir. Makine Ogrenmesi algoritmalarinin yiiksek dogrulukla
simiflandirma yapabilmesi i¢in 6n islem asamasinin dogru bir sekilde organize edilmesi
gerekmektedir. Sosyal aglardan elde edilen veriler ise yanlis yazilmis kelimeleri,
kisaltmalar ve giinliik konugsma diliyle yazilmis kelimeleri ve climleleri barindirdigindan
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tizerinde duygu analizi yapmak olduk¢a zordur. Bu zorluklar1 asabilmek i¢in dogal dil
islemenin metodlarindan faydalanmak kaginilmaz bir durum olusturmaktadir [4].

Bu kisimda o6nceki calismalar hakkinda bilgiler verilecektir. Makalenin bu bdliimii su
sekilde organize edilmistir; duygu analizi iizerine yapilmis ¢aligmalar, Twitter verileri
lizerindeki ¢aligmalar, Damgmanli Ogrenme kullanan calismalar, Yari Danigmanl
Ogrenme kullanan calismalar ve Tiirkge Twitter verileri iizerine yapilmis ¢alismalari
aciklamak seklindedir.

Giliniimiizce Twitter verileri ilizerinde dogal dil isleme ile ilgili bircok calisma
gerceklestirilmistir. Bu ¢alismalara 6rnek olarak: Szomsor ve dig. [5], belirli bir tarih
araliginda paylasilan tivit metinlerinden salgin hastaliklar1 tahmin etmeye c¢alisan bir
sistem gelistirmislerdir. Bian ve dig. [6] yaptiklar1 ¢calisma ise belirli bir tarih aralifinda
yazilmig tivit metinleri {izerinden kullanilan ilaglarin ve yan etkilerinin analiz edilmesi
tizerinedir. Nguyen ve dig. [7], insan algisinda sosyal medyanin etkisi {izerine bir ¢aligma
gergeklestirmislerdir. Claster ve dig. [8] calismalarinda turistlerin bir belge hakkindaki
yazmis olduklart tivit metinleri iizerinden alg1 analizi gerceklestirmislerdir. Liu ve dig.
[9] yaptiklar1 calismada, bir sirket hakkinda bloglarda yazilmis metinler iizerinden
sirketin satig grafigini ¢ikarmaya ¢aligmislardir Asur ve Huberman [10] ¢aligmalarinda
tic milyon tivit lizerinde, Joshi ve dig. [11] ise film elestirilerini kullanarak vizyondaki
filmler hakkinda tahminler ¢ikarmaya calismisladir. Bollen ve dig. [12] ¢aligmalarinda
Twitter verilerini kullanarak borsa hareketlerini tahmin etmeye ¢alismislardir.

Danigmanli 6grenme kullanilarak gerceklestirilmis duygu analizi ¢alismalari; Movie
Review veri kiimesi kullanilarak yapilan caligmalar; Pang ve dig. [13] tarafindan
gergeklestirilen c¢alismada, film yorumlarmi simiflandirmak ig¢in 3 farkli makine
ogrenmesi algoritmasi kullanimiglar ve en yiiksek dogruluk degerine %82.9 ile destek
vektor makineleri ulasmistir. Pang ve Lee [14] ger¢eklestirdikleri ¢alismada bir metin
icerisindeki ifadelerin nesnel veya 6znel seklinde siniflandirilmasi iizerinedir ve ¢alisma
Oznel tiimcelerin daha ayirt edici oldugu yargisina varmiglardir. Whitelaw ve dig. [15]
caligmalarinda metinler arasindaki anlamsal iligkilerin belirlenmesi ve destek vektor
makineleri algoritmasiyla %90.2°lik dogru smiflandirma basarisina ulasilmislardir.
Yessenalina ve dig. [16] goriis ¢ikarimi icin belge diizeyinde ¢ok katmanli bir mimari
Onermigler ve makine Ogrenmesi algoritmalar1 ile bu goriisleri siniflandirmaya
calismiglardir. Matsumoto ve dig. [17], yapilan degerlendirme belge diizeyinde
climlelerin simiflandirmasi {izerine bir yontem Onerisinde bulunmuslar ve caligma
sonucunda %93.7’lik dogru siniflandirma dogru siniflandirma basarisina ulagmislardir.
Tan ve Zhang [18], goriis madenciligi lizerine yaptiklar1 ¢alismada, Cince metinler
tizerinde ¢alismislar ve makine 6grenmesi algoritmalart ile sonuglar1 siniflandirmislardir.
Qui ve dig. [19], goriis siniflandirmay1 reklam sektorii i¢in uygulamislardir. Bai [20], iki
asamal1 bir yontem Onerisi ile kullanici yorumlarin1 makine 6grenmesi algoritmalart ile
simiflandirmiglardir. Chen ve Tseng [21], iki farkli veri kiimesi {lizerinde yorumlari
niteliklerine gore siniflandirmaya ¢alismiglardir. Xia ve dig. [22], kollektif siniflandirict
tabanli bir yorum simniflandirict ¢aligmasi gergeklestirmiglerdir. Kang ve dig. [23] bir
yemek firmasi i¢in yapilan kullanici yorumlarmi degerlendirmek igin Naive Bayes
yontemi lzerinde iyilestirme g¢alismalar1 yapmuslardir. Li ve Li [24], sosyal medya
siteleri iizerinde yazilan metinlerin 6zetini sunan bir yap1 gelistirmiglerdir. Moraes ve
dig. [25], makine O&grenmesi algoritmalarimi kullanarak dokiiman seviyesinde
siiflandirma yapmislardir. Wang ve dig. [26], on veri kiimesi {lizerinde farkl
simiflandiricilar  kullanarak — fikir madenciligi  lizerine bir deneysel c¢alisma
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gergeklestirmislerdir. Chalothom ve Ellman [27], tivit metinleri {lizerinde makine
O0grenmesi algoritmalar1 ile tekil ve topluluk siniflaricilar kullanarak smiflandirma
calismast yapmuslardir. Zheng ve dig. [28], Oznitelik se¢menin Onemini ve
siiflandiricilarin performansina etkisini fikir madenciligi konusunda arastirmislardir.

Yar1 Danigmanli 6grenme kullanilarak gerceklestirilmis duygu analizi ¢aligsmalari; Aue
ve Gamon [29], etiketli verinin az oldugu durumlarda egitim icin farkli yontemler
Onererek, bu yontemlerin basarilar arastirilmistir. Tan ve dig. [30], siklikla karsilagilan
bir problem tiirii olan alan-transfer (domain-transfer)’in ¢oziimii i¢in yeni ydntem
Onermigler ve bu yontemin basarimimi Slgmislerdir. Blitzer ve dig. [31], alan-transfer
probleminin ¢oziimiinde yapisal yazigsma O6grenme (structural correspondence learning)
tabanli bir yontem Onermisler ve basarimimi test etmislerdir. Mihalcea ve dig. [32],
Ingilizce icin gelistirilmis goriis sozliigiiniin farkli diller iizerindeki performansini
Olctimlemislerdir. Li and Zong [33], cok-alanli duygu siniflandirma (multi-domain
sentiment classification) i¢in yeni iki farkli metod denemislerdir. Banea ve dig. [34],
makine cevirisi (machine translation) tabanli &nerdikleri yeni yontem ile Ingilizce icin
kullamilan sozliiklerin Romanca ve Ispanyolca iizerindeki etkilerini arastirmislardir.
Dasgupta ve Ng [35], yari-danigmanli bir yontem Onermislerdir. Bu yontem aktif
O0grenme (active learning), transdiiktif 0grenme (transductive learning) ve spektral
kiimeleme (spectral clustering) metodlar1 temellidir. Wan ve dig. [36], es-egitim (co-
training) temelli Cince yorumlarm duygusal smiflandirmasmi yapmak igin Ingilizce
kaynaklardan yararlanan bir sistem gelistirmislerdir. He ve Zhou [37], sozliik tabanl
etiketleminin maliyetlerini diisiirecek kendi kendine egitim (self-training) metodolojine
dayanan yeni bir yontem onermislerdir. Hernandez ve dig. [38], duygusal siniflandirma
da kullanilmak {iizere birbiriyle iligkili {i¢ hedef degiskenini (6znellik, goriis kutbu ve
etkileme durumu) saptayabilmek i¢in ¢alismalar gerceklestirmislerdir. Hajmohammadi
[39], aktif Ogrenmeyi (active learning) yart damigmanli olarak kullanarak duygu
simiflandirmak i¢in kullanmislardir. Hajmohammadi [40], duygu madenciligi igin,
Hajmohammadi [39]’da sunulan yontemleri farkli dillerde uygulamiglar ve yari-
danmigmanli  egitimle birlestirerek yeni bir model Onerisinde bulunmuslardir.
Hajmohammadi ve dig. [41], yari-damigmanli 6grenme ile kendi kendine egitim
metodlarmi birlestirerek ingilizce icin olusturulan derlemlerin diger diller iginde
kullanilmasina imkan saglamaya ¢aligsmislardir.

Twitter iizerindeki Tiirkge tivitler i¢in yapilan duygu analizi ¢ok fazla degildir. Erogul
[42], bir haber tiviti lizerindeki duyguyu olumlu ve olumsuz olarak siiflandirma iizerine
bir ¢calisma gergeklestirmistir. Vural [43], sozliik temelli bir yaklagim ile film kritiklerini
iki smifli (olumlu, olumsuz) seklinde smiflandirmistir. Meral ve Diri [44], Twitter
tizerinden toplanan metinler lizerinde, metin temsil yontemi olarak n-gramlart kullanarak
tic smifli (olumlu-olumsuz-nétr) bir siiflandirma islemi gergeklestirmislerdir. Simsek ve
Ozdemir [45], atilan tivitler ile hisse senetlerinin degisimlerini arasindaki iligkiyi
modelleyecek bir sistem {izerine c¢alismislardir. Tiirkmenoglu ve Tantug [46], film
kritikleri ve tivitler iizerinden sozliik tabanli ve makine Ogrenmesi algoritmalarini
kullanarak duygu ¢ikarimi yapmuslardir.
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2. Deneysel metod

Makine Ogrenmesinde kullanilan &grenme ydntemlerinden Danismanli Ogrenme-Yar1
Danismanli Ogrenme yontemleri, dokiiman siniflandirma igin kullamilan Doc2Vec
yontemi ve kullanilan veri kiimesi ile ilgili bilgiler verilecektir.

2.1. Damigsmanl égrenme

Bu tip 6grenmede Ogrenen sistemin olayr 0grenmesine bir danigman yardimci olur.
Danigman sistemin 6grenmesi istenen konuyla ilgili drnekleri Girdi / Cikt1 olarak verir.
Danigmanli 6grenme, girislerle ¢ikislarin eslestigi  orneklerden bir fonksiyonun
Ogrenilmesi ya da hipotezin bulunmasidir [47]. Bu tip O6grenmede mutlaka bir
danigsmana ihtiyag¢ vardir. Danigsmanli 6grenme ait gosterim Sekil 1°de verilmistir.

Danigmanli  6grenme modelinde siniflandirma islemi gerceklestirilir ve egitim
asamasinda olusturulan model ile test asamasinda sistemin siniflandirma yapmasi
beklenir [48]. Yaygin olarak kullanilan algoritmalar, Destek Vektor Makinesi (Support
Vector Machine), Yapay Sinir Aglar1 (Artificial Neural Network), Naive Bayes, k-En
Yakin Komsu (k-Nearest Neighbour) ve Karar Agaglar1 (Decision Trees) ‘dir [49].

Smiflandirma islemi sonucunda tek etiketli (single-label) veya ¢ok etiketli (multi-label)
siniflandirma gergeklestirilebilir [S0].

Czellik VaktErleri

Makine
Ofrenmesi
A -
Test igin

Orzellik Vekbbri ‘
Metin, IZ:M?IE'EI'Har‘-lElrJ | > | > . Tahmini
Resim wh. Etiket

Sekil 1. Danismanli Ogrenme (Supervised Learning) [51].

Egitim igin

Metin, DélGmanlar,
Fesim wb.

2.2. Yari danismanl ogrenme

Makine 6grenmesinde kullanilan 6grenme yontemlerinden biridir. Giris olarak verilen
veri de c¢ok miktarda etiketlenmemis veri ve az miktarda etiketlenmis veri
sunulmaktadir [52]. Bu metot genellikle etiketlenmis verinin az oldugu, etiketlenmemis
verinin kolaylikla elde edilebildigi durumlarda kullanishi olmaktadir. Yar1 danigmanl
O0grenme ait gosterim Sekil 2°de verilmektedir [51].
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Etiketli veriler etiketsiz verileri egitiyor.

Etiketli Veri Etiketsiz Veri

Etiketsiz Test
Verisi

Tahmini Etiket

Sekil 2. Yar1 Danismanli Ogrenme (Semi-Supervised Learning).

2.3. Doc2Vec

Doc2Vec yonteminin temeli Word2Vec yontemine dayanmaktadir. Word2Vec
algoritmasi, kelimeleri uzaysal bir diizleme tastyarak bir vektor olusturma yontemidir.
Doc2Vec ise climleler ya da paragraflar i¢in benzer islemleri gerceklestirmektedir.
Doc2Vec yontemi bazi kaynaklarda Paragraph2Vec ismiyle de anilmaktadir. Word2Vec
algoritmasinin dokiimanlar icin 6zellestirilmis halidir [1,4,5]. Word2Vec algoritmasina
gore yapilan degisiklik Sekil 3 ve Sekil 4’ten de goriilecegi iizere dokiiman numarasi
(document ID) eklenmesidir. Word2Vec’de amag egitim siirecinde ortalama olasiligi
maksimize etmektir. Es.1’de Doc2Vec yontemine ait esitlik goriilmektedir. Es. 1°de
Wy Wz Wy egitim kelimelerinin dizilimini vermektedir.

LEIF log e (wilwh oo s Wik (1)
CBow Skip-gram
Giris Cikis . Giris Cikis
v(t-2) vit-2)
Vit-1] I vit-1)
vit) vit)
Vt+1) Vit+1)
Vits2) I v

Sekil 3. Word2Vec - CBoW ve Skip-gram (Word2Vec-CBOW and Skip-gram) [51].
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Word2Vec algoritmasinda Continuous bag of words (CBoW) ve Skip-Gram (SG)
seklinde iki farklt yontemi mevcuttur. Bu yontemler Doc2Vec i¢in yapilandirilarak
Distributed Memory (DM) ve Distributed bag of words (DBoW) adinda iki yonteme
doniistiirilmiistiir.

DM DBoW

Girig Cikisg Girig Ciks

Document I Vit2)
D

V(t-1) .
Document I vit-1)
VIt D

Vit+1) Vit+1)

Sekil 4. Doc2Vec-DM ve DBoW (Doc2Vec- DM and DBoW) [51].

2.4. Veri kiimeleri (Data sets)

Yapilan calismada Tiirkce ve Ingilizce igin iki farkli veri kiimesi kullanilmustir. Tiirkge
icin yapilan ¢alismada igerisinde 2906 tivit igeren duygu analizi i¢in hazirlanmisg bir veri
kiimesi kullanilmistir [53]. Veri kiimesi olusturulurken Twitter ilizerinden 6zel bir
telekom girketine ait gonderiler seg¢ilmistir. Veri kiimesine ait bilgiler Tablo 1’de
goriilmektedir. Etiketsiz egitim kiimesi ise Twitter lizerinden yazdigimiz api yardimiyla
elde edilen tivitlerin diizenlenmesiyle olusturulmustur ve 2281 ciimlelik bir veri
kiimesidir.

Tablo 1. Tiirk¢e veri kiimesi.

Smif | Ciimle Sayisi
Etiketli

Poztif 724
Negatif 1270

Notr 912
Toplam 2906

Etiketsiz
2281 Ciimle

Ingilizce igin yapilan ¢alismada igerisinde 1774 adet etiketsiz ve 58817 adet etiketli veri
iceren veri kiimesi kullanilmistir [54]. Amerikadaki 6 biiyiik havayolu sirketinin
(American, Delta, Southwest Airlines, United, US Airways, ve Virgin America)
misterilerinin 1 hafta icinde Twitter’da paylastiklar1 tivitler toplanarak veri kiimesi
olusturulmustur. Veri kiimesine ait bilgiler Tablo 2’de goriilmektedir.
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Tablo 2. Ingilizce veri kiimesi.

Sif ‘ Ciimle Sayis1
Etiketli
Poztif 301
Negatif 1091
Notr 382
Toplam 1774
Etiketsiz
58817 Ciimle

Veri kiimeleri tizerinde Doc2Vec algoritmalarinin ¢alistirllmasindan 6nce veri iizerinde
bazi1 6n islemler gerceklestirilmistir. On islem safhasinda duygu analizi i¢in bir Snemi
olmayan veriler silinmistir. Bdylelikle hem sistemin basar1 orami artirilmis hem de
gereksiz bilgiler ile ugrasilmasi onlenmis ve boylelikle sistemin hesaplama maliyeti
distirtilmiis olmaktadir. Tablo 3’te temizlenen verilere 6rnekler verilmistir.

Tablo 3. Onislem safhasinda silinen veriler.

Silinen Karakterler
Html Etiketleri
Twitter Kullanic1 Adlar
Twitter Hashtagleri
Telefon numarasi vb.
Posta kodlari
Diizenli ifadeler

Twitter lizerinden elde edilen tivitler Json formatindadir. Tiirk¢e icin 6zel karakterler
olan “¢”,“s” vb. i¢in doniisiimler yapilmasi siniflandirmanin dogrulugunu artirmak igin
cok Onemlidir. Alinan ham veriler lizerinde doniistim islemleri gercekletirilmistir.
Gergeklestirilen calisma da DM algoritmast i¢in kullanilan parametre degerleri Tablo
4’te goriilmektedir. DBoW algoritmast i¢in dm concat parametresi yoktur ve dm

parametresi 0 (sifir) degerini almaktadir.

Tablo 4. DM'nin kullandig1 parametreler (Parameters used for DM).

Parametre | Degeri

Size 400
Window 8
Min_count 1

Sample le-4
negative 5
workers 4
dm 1
dm concat 1
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3. Bulgular ve tartismalar

Gergeklestirilen ¢alismada iki farkli veri kiimesi igin iki farklt Doc2Vec algoritmasi
calistirilmistir. Calisma sonuglarinin degerlendirilmesinde dogruluk (accuracy), kesinlik
(precision), duyarlilik (recall) ve F-6l¢iisti metrikleri kullanilmigtir.

Dogruluk metrigi, siniflandirma basarisinin tespit edilmesinde kullanilan en 6nemli
metriklerdendir. Dogru siniflandirilmis 6rnek sayisinin (True Positive + True Negative),
toplam o6rnek sayisina (TP + TN + False Pozitive + False Negative ) oramidir [55].
Dogruluk metrigine ait denklem Es. 2'de goriilmektedir.

(TEIE(TND
TEF4FF+FN+TH

Degruluk = 2)

Kesinlik metrigi, sinifi dogru olarak belirlenmis 6rneklerin TP (True Positive), sinifi
dogru olarak belirlenmis tiim 6rneklere oranidir. Kesinlik metrigine ait denklem Es. 3'te
goriilmektedir.

(TED
TF47F

Kesinllk =

3)

Duyarlilik metrigi, dogru simiflandirilmis pozitif 6rneklerin TP sayisinin, toplam pozitif
orneklere oranidir. Duyarlilik metrigine ait denklem Es. 4'te goriilmektedir.

Duyarbihik = I‘.f-l?:'i 4)

F-6lcitii 1se Kesinlik ve Duyarlilik metriginin harmonik ortalamasidir. F-6lgiitiine ait
denklem Es. 5°te gortilmektedir.

- DrEEIiRl kel uyrerioin
F bt;ﬂm EeainltidDuyarink (5)

Yar1 danigmanli 6grenmenin uygulanabilmesi i¢in Python programlama dilinde Gensim
kiitiiphanesi kullanilarak bir yazilim gelistirilmistir. Gelistirdigimiz yazilim yar
danigmanli olarak sistemi egitebilecek sekilde tasarlanmistir. Etiketli veriler ile etiketsiz
veriler sisteme beraber verilmektedir. Olusturulan yazilim etiketli ve etiketsiz verileri
kullanarak bir model olusturmaktadir. Ardindan olusturulan bu model yardimiyla test
verilerinin etiketlenmesi saglanmaktadir. Yazilim Doc2Vec yonteminin iki ayr1 metodu
olan DBoW ve DM i¢in kodlanmigtir. Ayrica gergeklestirilen yazilim yardimiyla
dogruluk (accuracy) degerleri hesaplanmis ve karisim (confusion) matrisleri
olusturulmustur. Danigmanli 6grenme i¢in ise Weka yazilimi kullanilmistir. Makine
O0grenmesi algoritmasi olarak da Destek Vektor Makineleri (Support Vector Machines)
kullanilmigtir. Tablo 1°de verilen Tiirkge veri kiimesi i¢in yapilan ¢calismaya ait sonuglar
Tablo 5’te goriilmektedir.

830



BILGIN M., SENTURK LF.

Tablo 5. Tiirk¢e veri kiimesi i¢in sonuglar.

Yontem Ciimle Sayilar
Yar1 Danigmanlt | 250 500 750 | 1000 | 1500 | 2000 | 2500
DM 0.416 | 0.448 | 0.4413 | 0.443 | 0.4306 | 0.4315 | 0.4328
DBoW 0.44 | 0.452 | 0.4506 | 0.46 | 0.448 | 0.4405 | 0.4488
Danigmanli
DM 0.368 | 0.364 | 0.3706 | 0.396 | 0.3746 | 0.358 | 0.3512
DBoW 0.432 | 0.4528 | 0.4502 | 0.441 | 0.4393 | 0.432 | 0.4252

Tablo 6. Tiirkge veri kiimesi i¢in karisim matrisleri (Climle Say1s1=2500).

DM | Negatif | Notr | Pozitif
Negatif | 1037 35 16
Notr 728 18 35
Pozitif | 577 24 25
DBoW | Negatif | Notr | Pozitif
Negatif | 1058 | 20 10
Notr 723 30 28
Pozitif | 575 22 34
DM | Negatif | Notr | Pozitif
Negatif | 437 | 333 | 263
Notr 314 | 226 | 284
Pozitif | 242 186 | 215
DBoW | Negatif | Notr | Pozitif
Negatif | 738 252 43
Notr 520 | 247 57
Pozitif | 385 180 78

Yar1 Danismanli Ogrenme

Danismanli Ogrenme

Tablo 2°de verilen Ingilizce veri kiimesi i¢in yapilan galismaya ait sonuglar Tablo 7’te
goriilmektedir.

Tablo 7. Ingilizce i¢in sonuglar (Results for English).

Yontem Cilimle Sayilar
Yar1 Danismanli | 250 500 750 1000 | 1250 1500
DM 0.604 | 0.626 | 0.620 | 0.601 | 0.6128 | 0.6066
DBoW 0.608 | 0.632 | 0.635 | 0.610 | 0.6216 | 0.62006
Danismanli
DM 0.58 ]0.6006 | 0.5733 | 0.552 | 0.5376 | 0.518
DBoW 0.5902 | 0.612 | 0.6013 | 0.602 | 0.6056 | 0.606
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Tablo 8. ingilizce Veri Kiimesi i¢in Karisim Matrisleri (Ciimle say1s1=1500).

DM | Negatif | Notr | Pozitif
Negatif | 861 50 10
Notr 270 43 7
Pozitif | 229 25 5
DBoW | Negatif | Notr | Pozitif
Negatif | 873 43 5
Notr 265 49 6
Pozitif | 225 25 8
DM | Negatif | Notr | Pozitif
Negatif | 710 108 91
Notr 253 44 40
Pozitif | 188 43 23
DBoW | Negatif | Notr | Pozitif
Negatif | 801 52 56
Notr 265 69 33
Pozitif 175 39 40

Yar1 Danismanli Ogrenme

Danismanli Ogrenme

Tiirkge ve Ingilizce veri kiimeleri yar1 danismanli 6grenme ve danismanli 6grenme
uygulanarak calistirilmistir. Elde edilen dogruluk metrigine ait grafikler Sekil 5-8’de
goriilmektedir.

—&— DM-Damismanli
— DM-Yar Danismanli

Dodruluk (Accuracy)
= = =]
= i &
T T |

=

1]

(%3]
T

0.36

1 | 1 1 1
500 1000 1500 2000 2500

Cimle Sayisi
Sekil 5. Tiirkge veri kiimesine i¢cin DM y&nteminin sonuglart.
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Sekil 7. Ingilizce veri kiimesine i¢in DM ydnteminin sonuglari.
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Sekil 8. Ingilizce veri kiimesine i¢in DBoW ydnteminin sonuglari.
Sekil 5-8’te goriildiigii tizere her iki dil iginde Yar1 Danismanli 6grenme daha yiiksek
dogruluk degerine ulasmistir. DBoW yontemi de DM’ye gore daha yiiksek dogruluk

degerine ulagsmistir.

Dogruluk metrigi disindaki kesinlik, duyarlilik (recall) ve F-6l¢iisii metriklerine ait
sonuclar Tablo 9’da goriilmektedir.

Tablo 9. Diger metriklerin sonuglari.

Veri Kiimesi | Yontem | Ogrenme Tiirii | Kesinlik | Duyarlilik | F-Olgiitii

Tiirkge DM Yart Danismanli | 0,348 0,432 0,3855
DBoW 0,4447 0,4488 0,4467
DM Danigmanli 0,3586 0,3512 0,3548
DBoW 0,4182 0,4252 0,4216
Ingilizce DM Yar1 Danismanh | 0,5062 0,6067 0,5519
DBoW 0,5556 0,6206 0,5863

DM Danigsmanli 0,4497 0,518 0,481

DBoW 0,5502 0,6066 0,577

XX

Hem Tiirk¢e, hemde Ingilizce veri kiimesi igin kesinlik, duyarlilik ve F-6l¢iitii degerleri
en yliksek degerlerine yar1 danigmanli 6grenme ve DBoW yontemiyle ulagsmistir.
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4.Sonuglar

Bu caligmanin ilk amaci Yar1 Danigmanli ve Danigmanli egitimin elimizdeki veri
kiimelerinin dogru smiflandirilmasi iizerindeki etkilerinin arastirilmasidir. Ikinci
amacimiz ise dokiiman vektorii olarak isimlendirilen Doc2Vec algoritmasinin iki farkl
metodu olan DBoW ve DM yontemlerinin aynm sartlar altindaki performanslarinin
aragtiritlmasidir.

Hem Tiirk¢e hemde Ingilizce dilleri i¢in hem etiketli hemde etiketsiz veri kiimelerinin
olusturulmasi ile ise baslanmistir. Elde edilen veri kiimeleri tlizerinde ¢esitli on islemler
gerceklestirildikten sonra veriler egitim i¢in hazir hale getirilmistir. Egitim agamasinda
elimizdeki veriler yar1 damismanli ve danigmanli 6grenme kullanilarak Doc2Vec
algoritmasimin iki farkli yontemi DBoW ve DM iizerinde calistirilarak bir model
olusturulmustur. Olusturulan modeller kullanilarak test asamasina gegilmistir. Calisma
sonuclar1 4 farkli metrik (dogruluk, kesinlik, duyarlilik, F-6l¢iitii) cinsinden verilmistir.

Gergeklestirilen ¢alismanin sonuglarindan ilki yari danmigmanli egitimin danigmanl
egitime kiyasla daha yiiksek dogruluk, kesinlik, duyarlilik ve f-6l¢iitii degerlerine
ulagmasidir. Dolayisiyla makine dgrenmesi yontemleri ile bir egitim gergeklestirirken
etiketli veriyle beraber etiketsiz verilerinde kullanilmasinin olusturulan modelin
dogrulugunu artirdig1 sdylenebilir.

Calisma sonunda elde ettigimiz ikinci yararli sonu¢ ise Doc2Vec algoritmasinin iki
farkli yontemi arasindaki siniflandirma basarilarinn farkliigidir. Olgiilen 4 farkli
metrik degeri i¢in hem yar1 damismanli hemde danigmanli 6grenme yoOntemi
kullanildiginda DBoW yontemi DM yontemine gore daha yiiksek basar1 elde etmistir.
DM, DBoW yontemine gore daha fazla veriye ihtiya¢ duymasi ve elimizdeki veri
kiimelerindeki 6rnek sayisinin az olmasi DM yonteminin DBoW yonteminden geri
kalmasinin nedenlerinden birisi olabilir.

Gergeklestirilen calisma Doc2Vec yonteminin Tiirk¢e i¢in duygu analizi igin
gerceklestirilmis ilk caligmalarindan olmasi sebebiyle onemlidir. Tiirkge i¢in alinan
sonuclarin Ingilizce’den daha diisiik olmasinin nedeni Tiirk¢e icin kullanilan veri
kiimesinin daha kiiciik olmas1 gosterilebilir.

Bundan sonraki ¢alismalarimizda Tiirkge etiketli veri kiimesinin biiyiitiilmesi ve veri
kiimesindeki etiketli veri sayisinin sistemin bagarisi iizerindeki etkilerinin arastirilmasi
oncelikli hedefimizdir. Boylece DM ve DBoW yontemleri arasindaki veri miktari
arasindaki iligkinin de Olg¢lilmesi planlanmaktadir. Ayrica danismansiz 6grenmenin
elimizdeki veriler i¢in elde edecegi sonuglarda gelecege dair yapilmasi planlanan
gorevlerden biridir. Bir bagka gelecek planimiz ise DBoW ve DM’nin hibrit bir
yaklasgim seklinde duygu analizinde kullanilabilirliginin arastirilmasi ve sonuglarinin
elde edilmesi iizerinedir.
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