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Öz:  İnsansız hava araçları (İHA) açısından gelişen teknoloji ile birlikte kullanım alanları ve üzerlerinde yapılan araştırma 
çalışmaları her geçen gün artmaktadır. Her ne kadar insansız olarak adlandırılsalar da İHA’lar bir pilot/uçuş görevlisi 
yardımıyla kontrol edilmekte ya da otonom uçuşları programlanmaktadır. Yapılan araştırmalar doğrultusunda,  yaşanılan 
sorunların ve kazaların büyük bir kısmının İHA’ların inişi sırasında gerçekleştiği belirlenmiştir.  Bu oranı azaltacak şekilde iniş 
aşamasında, iniş pistinin görüntü işleme yöntemleri ile tespit edilmesi ve nokta bulutu sayesinde pistte bulunan engellerin analiz 
edilmesi bu konuda atılacak önemli bir adımdır. Bu nedenle bu çalışmada, İHA iniş sistemlerinde kullanılabilecek ve derin 
öğrenme ağlarıyla sağlanabilecek uygulamalara yer verilmiştir. Öncelikle, analizi gerçekleştirilecek olan iniş pistinin tasarımı 
yapılmıştır. Bu pist, çevresinde farklı araç ve engellerin bulunduğu bir ortama bırakılmıştır. Daha sonra, pistin dört rotorlu bir 
İHA ile farklı yükseklik ve açılardan gerçek görüntüleri ve video kaydı alınmıştır. Alınan görüntüler daha sonra görüntü işleme 
ve eğitim aşamalarına tabi tutulmak için kullanılmıştır. İHA’nın iniş yapacağı pistin gerçek görüntülerinin alınması, bir veri 
seti oluşturulması ve alınan bu görüntülerin YOLOv8’de işlenmesi sonucunda İHA iniş pisti tespiti sağlanmıştır. İniş pisti 
tespitinin ardından pist üzerinde engel bulunma ve bulunmama durumları nokta bulutu verisi kullanılarak incelenmiş ve analizi 
gerçekleştirilmiştir. Siyah-beyaz ve renkli şekilde verilen derinlik haritaları ile uygulama tamamlanmıştır. 
 
Anahtar kelimeler: Görüntü İşleme, İHA İniş Sistemi, Nokta Bulutu, RoboFlow, YOLO. 
  

 
Landing Runway Suitability Analysis Using Point Cloud Data in Unmanned Aerial Vehicles 

 
Abstract: With the development of technology in terms of unmanned aerial vehicles (UAV), their usage areas and research 
studies on them are increasing by the time. Although they are called unmanned, UAVs are controlled with the help of a pilot 
or flight attendant, or their autonomous flights are programmed. In line with the research, it has been determined that most of 
the problems and accidents occur during the landing of UAVs. In order to reduce this rate, detecting the landing runway with 
image processing methods and analyzing the obstacles on the runway with the point cloud method during the landing phase is 
an important step to be taken in this regard. For this reason, this study includes applications that can be used in UAV landing 
systems and provided with deep learning networks. First of all, the landing runway to be analyzed has been designed. This 
runway is left in an environment with different vehicles and obstacles around it. Later, real images and video recordings of the 
runway are taken from different heights and angles with a four-rotor UAV. The captured images have then been used to undergo 
processing and training stages. UAV landing runway detection has been achieved as a result of taking real images of the runway 
where the UAV would land, creating a dataset, and processing these images in YOLOv8. After the landing runway has been 
determined, the presence or absence of obstacles on the runway has been examined and analyzed using the point cloud data. 
The application has been completed, with depth maps provided in black-and-white and RGB form. 
 
Key words: Image Processing, UAV Landing System, Point Cloud, RoboFlow, YOLO. 
 
1. Giriş 
 

İnsansız Hava Aracı (İHA), adından da anlaşılacağı gibi içinde yolcu veya pilot bulundurmadan uzaktan 
kontrol edilen veya otonom şekilde uçuşunu sağlayan bir çeşit hava aracıdır. Kullanıldığı alana, amaca ve göreve 
göre uygun donanımlar ile (kamera, sensör vb.)   donatılarak uçabilme özelliğine sahiptir. Başta askeri ve sivil 
alanlarda olmak üzere hem ülkemizde hem de tüm dünyada kullanımı hızlı bir şekilde artmaktadır. Kullanım 
hızının artmasına bağlı olarak üzerinde yapılan bilimsel çalışmalar ve araştırmalar da önemli derecede hız 
kazanmıştır. Doğru kullanıldığı durumlarda, zaman ve maliyet açısından tasarruf sağlaması amacıyla birçok farklı 
alanda ve meslek dalında kullanılabilmektedir. İHA’ların sahip oldukları avantajlar ile askeri, sivil ve bilimsel 
amaçlı profesyonel kullanımlarının sürekli artmasına bağlı olarak önümüzdeki yıllarda da bu araçların daha fazla 
ilgi odağı olacağı düşünülmektedir. Ayrıca İHA’ların hem ticari hem de spor ya da eğlence amaçlı bu kadar çok 
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kullanılıyor olması bu sistemler üzerinde yapılan araştırma ve uygulama çalışmalarının daha detaylı ve hassas bir 
şekilde yapılması gerekliliğini ortaya koymaktadır [1-7]. 

Makine öğrenmesi açısından yapay sinir ağları (YSA) birçok sorunun çözümlenmesinde kullanılmaktadır. 
Ancak bu sistemlerin sahip olduğu kendine has sorunlar ve donanımsal olarak bazı sınırlamalar nedeniyle bu 
konuda yapılan çalışmalar belirli bir dönem durmuş ardından tekrar ilgi alanı olmaya devam etmiştir. YSA 
uygulamaları, grafik işlem birimi sistemlerinin gelişmeleriyle birlikte derin ağlara doğru geçiş yapmaya, görüntü 
işleme, doğal dil işleme ve daha farklı birçok sistemde kullanılmaya başlamışlardır. YSA’ların tarihsel gelişimiyle, 
derin öğrenme ağlarına geçiş uzun çalışmalar sonucunda gerçekleştirilmiştir. Elde edilen ağlar sayesinde 
makinelere öğrenebilme özelliği kazandırılarak özerk yani otonom olarak çalışmaları sağlanmıştır. Yapay zekânın 
başlıkları altında yer alan yaklaşımlardan biri derin öğrenmedir. Derin öğrenme makine öğrenmesi alanı altında 
son yıllarda oldukça fazla kullanılan yeni bir tekniktir. Ayrıca makinenin verileri çevresinden öğrenmesini ve 
böylelikle performansını zaman içerisinde geliştirmesi üzerine bir yaklaşımdır. Makine öğrenmesiyle 
sınıflandırma ve kümeleme işlemleri, gözetimli ve gözetimsiz yöntemleri kullanılarak sağlanmaktadır. Makine 
öğrenmesinde, insan faktörü kullanılmadan, karmaşık sistemlerin, algoritmaların vb. sistemlerin daha hızlı 
öğrenilmesini sağlamak için derin öğrenme büyük fayda sağlamaktadır. Literatürde derin öğrenmenin birbirinden 
farklı birçok tanımı vardır. Temelde, insan beyninde bulunan nöron dediğimiz sinir hücrelerinin birbiriyle 
iletişiminin yapay bir şekilde taklit edilmesine dayanır. Aslında derin öğrenme insan beyninin karmaşıklığını ve 
sorun çözme yeteneklerini taklit etmek için kullanılan ve çok büyük miktarda veri kullanan bir makine öğrenmesi 
türüdür. Sinir ağları ise hiyerarşik olasılık modelleri ve birçok özel denetimli ve denetimsiz özellik öğrenme 
algoritmaları gibi çeşitli yöntemler içermektedir [8, 9]. Bu alanda yapılan bir çalışmada, derin öğrenmenin tarihi 
geçmişi, bu alanda geliştirilen yöntemler ve uygulama konularına göre ayrımlarından bahsedilmiştir. Dahası son 
dönemlerde bu alanda fayda sağlayan alt sistemler ve bu konu üzerine odaklanan çalışmalar hakkında açıklamalara 
da yer verilmiştir. Çalışmanın hedefi olarak ise bu alanda çalışmak isteyen araştırmacılara derin öğrenme 
uygulamalarında elde edilen ilerlemeleri anlatmak ve bu sayede çalışılabilir olan konuları vermek olarak 
açıklanmıştır [10]. Ayrıca literatürde derin öğrenme tabanlı ve özelikle otonom çalışan İHA’lar için farklı amaçlara 
sahip birçok çalışma ve uygulama gerçekleştirilmiştir [11,12].  

Sistemlerin tasarım aşamasında bir model üretimine geçilmeden önce, çalışma sistemini anlamak ve sorunları 
görmek adına yapılması gereken temel işlemler matematiksel modelinin çıkartılması ve o modelin sayısal olarak 
test edilmesi uygulamalarıdır. Yapılan modellemeler bazen gerçek sonuçlar ile birebir aynı olmasa da model 
üzerinde ön fikirler oluşturmaya yardımcı olmaktadır [13-17]. Yapısal olarak farklılıkları ve matematiksel modeli 
göz önüne alındığında bir İHA için inişin ne kadar riskli ve zor bir aşama olduğu bilinmektedir. Önemli olan bu 
aşamanın en kolay ve en az kayıpla gerçekleştirilmesidir. İnişini gerçekleştiren İHA’ların bu sırada izlediği adımlar 
ve kullanılan yöntemler bu konuda mutlak derecede önemlidir. Normal bir iniş, İHA’ya takılan kameralar, sahip 
olduğu denetleyiciler ve sensörler sayesinde gerçekleştirilmektedir. LIDAR (Laser Imaging Detection and 
Ranging) teknolojisinin kullanıma geçmesiyle, gelişmesi aynı oranda artmıştır. Bu teknoloji, aynı zamanda nokta 
bulutu yönteminin gelişmesine de zemin hazırlamıştır. Havadan veya karadan, farklı açılarla yapılan taramalarla 
elde edilen nokta bulutun oluşturulması için aktif sensörler ve lazer tarayıcılar kullanılmaktadır. Nokta bulutu elde 
edilmek istenen nesne için ortak bir yaklaşım oluşturularak geometrik girdiler meydana getirilmekte ve 
milyonlarca nokta nesne üzerinde konumlanarak, nesnenin nokta bulutunun oluşturulması sağlanmaktadır [18-21].  

Teknolojinin ve İHA’ların gelişimi sayesinde birçok alanda kullanılan İHA’lardan elde edilen görüntüler 
üzerinde nokta bulutu verileri kullanılarak haritalar oluşturulabilmiştir.  İHA ile bütünleştirilecek olan sensör veya 
ışık algılayıcı mesafe ölçen (LIDAR) yardımıyla kapalı ve açık ortamlarda bulunan nesnelerin taranması 
gerçekleştirilerek üç boyutlu bir şekilde nokta bulutu oluşturulmaktadır. Literatür incelendiğinde yapılan bir 
çalışmada derin öğrenme ağlarıyla üç boyutlu nokta bulutlarının sınıflandırılması üzerine genel bir bakış 
sunulmuştur. Çalışmada, üç boyutlu nokta bulutunun gelişen teknolojiyle birlikte sınıflandırma, algılama ve 
tanıma alanlarında kullanıldığı belirtilmiştir.  Lazer tarama sistemleri ile nesneler taranarak üç boyutlu nokta 
bulutuna dönüştürülmüştür. Kullanılan yöntemler ve algoritmalar için başarı durumları, faydalı ve eksik yönleri 
açıklanarak karşılaştırmalar yapılmış ve analizleri gerçekleştirilmiştir.  Ayrıca çalışmada gelecekte bu alanda 
yapılacak çalışmalara yardımcı olacağı düşünülen bilgilere de yer verilmiştir [22].  

Günümüzde halen çeşitli sebeplerden dolayı İHA’lar havadayken veya inerken arızalanıp düşebilmektedir. 
Bu nedenle, bu arıza ve düşmelerin azaltılması gerekmektedir. Birçok İHA, GPS (Global Position System-Küresel 
Konumlandırma Sistemi) sinyallerini kullanır ve GPS sinyalleri eksik olduğunda, İHA’lar düzgün bir şekilde 
inemez. Ancak, optik donanım ve görüntü tanıma teknolojileri yardımıyla, İHA üç boyutlu görüntü elde edilebilir 
ve bulunduğu ortamı algılayabilir. Gerçekleştirilen [23] numaralı çalışmada, acil durumlarda ve yapılandırılmamış 
ortamlarda monoküler görüş tabanlı bir İHA otonom iniş sistemi önerilmekte ve uygulanmaktadır. Bu sistemde, 
gürültüyü gidermek ve farklı yüksekliklerde bir ızgara haritası oluşturmak için üç boyut özellikleri ve bir orta geçiş 
filtresini birleştiren yeni bir harita yaklaşımı önerilmiştir. Ek olarak sonraki iniş alanı seçiminin hızını ve 
doğruluğunu iyileştirmek amacıyla farklı yükseklikteki ızgara alanlarının kenarlarını algılamak için bir bölge 
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segmentasyonu sunulmuştur. Bu çalışmada önerilen algoritmanın iki amaçla kullanıldığı belirtilmiştir. Bunlar, iniş 
alanının yeniden yapılandırma bütünlüğü sağlamak ve iniş yeri güvenliği olarak belirlenmiştir. Bu amaçlarla, 
öncelikle İHA iniş alanını taramış ve monoküler görsel eş zamanlı yerelleştirme ve haritalama sistemindeki anahtar 
kareleri elde etmiştir. Ortamı tahmin ettikten sonra ise üç boyutlu bir nokta bulutu haritası oluşturulmuştur. Daha 
sonra filtrelenmiş üç boyutlu nokta bulutu haritası ızgara haritasına dönüştürülmüştür. Izgara haritası, uygun iniş 
bölgesini seçmek için farklı bölgelere ayrılmıştır. Böylece otonom rota planlaması yapabilmiştir. Son olarak ise 
çalışma farklı alanlarda denenerek yapılabilirliği kontrol edilmiştir. 

Üç boyutlu bina modellemesi, doğal afetlerin izlenmesi, kentsel kullanım alanlarının belirlenmesi, 
haritalandırma, hava kalitesinin ölçülmesi gibi çalışmalarda uzaktan algılama kullanılmaktadır. Uzaktan 
algılamayla alınan görüntülerin işlenmesi gerekmektedir. Alınan görüntüler nokta bulutları haline getirilerek 
işlenebilmektedir. Görüntü işlemesi yapılırken lazer tarayıcıdan alınan görüntülerin veya ölçüm sonuçlarından 
elde edilen nokta bulutları düzensiz bir yapıya sahiptir. Büyük oranda ve düzensiz halde gelen işlenmemiş üç 
boyutlu nokta bulutu verilerinin işlenerek anlamlı hale gelmesi için bilgisayarlı görü yöntemi kullanılmaktadır. 
Bilgisayarla görü uygulamalarında evrişimsel sinir ağlarının (Convolutional Neural Networks-CNN) kullanılmaya 
başlanılması ve hem yazılımsal hem de donanımsal gelişmeler sayesinde bu alanda yapılan çalışmalar daha da 
artmıştır [24-26]. Bu konuda yapılan [27]  numaralı çalışmada bilgisayarla görü alanında genel bilgilere yer 
verilerek bu alanda yapılan uygulamalardan ve bu tür sistemlerde probleme sebep olan etmenlerden bahsedilmiştir.  
Gerçekleştirilen [28] numaralı çalışmada ise okyanuslarda çevresel algılama amacıyla otonom hareket eden bir 
deniz aracının iniş pistini takip etmek ve inmek için otonom çalışan bir quadrotorun kontrol algoritması 
geliştirilmiştir. Algoritma, okyanuslarda rüzgârlar ve akıntılar nedeniyle yaygın olan (hedefin sallanmasına ve 
sürüklenmesine neden olan) zorlu iniş koşullarının zorluğunu üstlenmiştir. Quadrotor için geliştirilen ve iniş pisti 
algılama, MATLAB kullanılarak görüntü işleme teknikleriyle sağlanmıştır. Testlerin hem iç mekânlarda hem de 
dış mekânlarda ve açık su üzerinde büyük bir başarı oranı ile gerçekleştirildiği belirtilmiştir. Quadrotor için 
oluşturulan bu otonom kontrol algoritmasının, çalışma bölgesini geliştirdiği, baz istasyonuna geri uçma ihtiyacını 
önlediği ve böylece uzak okyanus konuşlandırmalarında uçuş süresinden tasarruf sağladığı söylenmiştir. Yine bu 
amaçlara uygun olarak tasarlanmış ve İHA’larda inişi konumlandırma amacıyla gerçekleştirilen farklı çalışmalar 
da bulunmaktadır [29, 30].  

Bu çalışmada, görevini tamamlayıp inişe hazırlanan bir İHA’nın iniş pisti uygunluk analizinin nokta bulutu 
verisi sayesinde gerçekleştirmesine dair bilgilere yer verilmiştir. Bu bilgiler doğrultusunda öncelikle İHA’larda 
inişin gerçekleşmesi ve iniş fazları konusu araştırılmıştır.  Daha sonra derin öğrenme mimarileri ve derin öğrenme 
uygulamalarından bahsedilmiştir. Uygulama kısmında gerçek bir dört rotorlu İHA (quadrotor) tarafından alınan 
farklı görüntüler için RoboFlow ve YOLOv8 uygulamalarından elde edilen bulgular değerlendirilmiş ve iniş pisti 
tespiti yapılmıştır.  Tespiti yapılan pistin iniş için uygunluk analizi nokta bulutu kullanılarak gerçekleştirilmiştir. 
Son bölümde ise çalışmanın sonuçları, başarı durumu ve geliştirile bilirliği üzerine gerekli bilgilere yer verilmiştir. 

 
1.1. Problemin Tanımı 
 

Uçuşun tüm aşamaları ele alındığında yüksek fiziksel kısıtlamaları nedeniyle en zorlu görev iniş aşamasında 
gerçekleşmekte ve kazaların büyük bir çoğunluğu da iniş aşamasında meydana gelmektedir. Bu nedenle, pilotlar 
inişlerine yardımcı olması için ILS (Instrument Landing System-Aletli İniş Sistemi) kullanmaktadır. ILS pist 
başlarına yerleştirilmiş vericiler sayesinde inişe yardımcı olan bir yaklaşma sistemidir. Bu sistem, normal uçakların 
inişi için kullanıldığı gibi aynı zamanda İHA’lar içinde pilot yardımlı inişlerde kullanılmakta ve hem dikey hem 
de yatay düzlemde İHA’ların yönlendirilmesi için yol göstermektedir. İstatistiksel olarak ILS ve diğer yardımcı 
sistemler pilotların iş yükünü önemli ölçüde azaltmaktadır. Ayrıca pilotlar uçuş belirsizlikleri, olumsuz hava 
koşulları ve sistem arızası gibi istenmeyen durumları dikkate almak üzere eğitilirler. Pilot kontrolündeki İHA’larda 
inişin başarılı bir şekilde gerçekleşmesi için yerleşik sensörlerin kesinliği, aktuatörlerin performansı ve pilot 
becerileri önemli rol oynamaktadır. Bilindiği gibi İHA’ların iniş sürecindeki en büyük zorluklardan birisi iniş 
hedeflerinin belirlenmesidir. Çevre ve uçuş güzergâhı bilgilerinde ise görsel ölçümlerin doğruluğunun yüksek 
olması gerektiği bilinmektedir. INS (Inertial Navigation System-Atalet Seyrüsefer Sistemi) anında konumlandırma 
bilgisi sağlar ancak uzun süreli konumlandırma doğruluğunu garanti edemez. GPS ise açık alanlarda kullanılabilir, 
ancak bir miktarda olsa konumlandırma hatalarına neden olabilir ve binalar tarafından sinyalleri bloke edilebilir. 
Pilot kontrollü bir İHA’da insan etkisi büyük olacağından hata oranı yüksek, karar verme seviyesi düşük ve ek 
olarak da personele yorucu bir iş düşmektedir. İniş manevraları gibi karmaşık olaylarda da hata yapma istatistikleri 
oldukça fazladır. Bu durumlar araştırmacıları otomatik iniş sistemlerini veya inişi kolaylaştıracak sistemleri 
incelemeye yöneltmiştir. İHA’ların güvenli bir iniş gerçekleştirebilmesi için yüksek hassasiyetli konumlandırma 
sistemleri ve diğer sistemlerden doğru bilgiler alması gerekmektedir. Konum ve yönelim bilgileri için sıradan GPS 
ve IMU (Inertial Measurement Unit-Atalatsel Ölçüm Birimi) kullanılır. Çevre ve uçuş yolu bilgileri görsel 
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ölçümler (yerleşik bir kamera gibi) sayesinde doğrulanır. Ayrıca farklı uygulamalardan alınan dijital görüntüler 
sayesinde yüksek boyutlu verilerin çıkarılmasında da büyük bir ilerleme görülmektedir [31, 32]. 

İHA’lar için kaza oranlarının büyük çoğunluğu genellikle iniş aşamasında gerçekleşmektedir. Bu nedenle, bu 
çalışmada iniş anındaki hataları ve kazaları en az seviyeye indirgenebilmesi amacıyla araştırmalar 
gerçekleştirilmiştir. Bu amaç doğrultusunda iniş anında iniş pisti üzerinde bulunan engellerin nokta bulutu verisi 
sayesinde analiz edilmesi sağlanmıştır. İHA’nın uçuşu anında, inişe hazırlanırken ve pist üzerinden uçarken pist 
görüntülerinin alınması ve alınan görüntülerin işlenerek nokta bulutu yardımıyla pist üzerindeki engellerin analiz 
edilmesi gerçekleştirilmiştir.  Çalışma doğrultusunda pistin farklı açılardan ve yüksekliklerden alınan gerçek 
görüntülerinin, YOLOv8 kullanılarak çok hızlı bir şekilde görüntü kalitesi arttırılmış ve görüntü işleme yapılmıştır. 
Pist görüntülerinin işlenmesi ve tespit edilmesi sonucunda pistin üzerinde bulunan engeller derinlik analizi 
yapılarak incelenmiştir. Ek olarak, İHA’lar kullanılarak alınan görüntülerden ve videolardan derin öğrenme temelli 
nesne tespiti yapılması üzerine literatürde birçok çalışma bulunmaktadır [33-35]. Ancak bahsi geçen çalışmalar 
genellikle sadece hedeflenen nesnelerin tespiti üzerine odaklanmıştır. Bu çalışmada gerçekleştirilen uygulamada 
ise İHA ile alınan gerçek görüntülerden nesne tespiti ve iniş pisti tespiti yapıldıktan sonra asıl amaç pist üzerinde 
engel varlığının nokta bulutu yardımı ile analiz edilmesi olarak tanımlanmıştır. Bu bakımdan bu çalışma, farklı ve 
özgün bir öneri sunmaktadır. Ayrıca, İHA’lardan alınan görüntülerden nokta bulutu yardımı ile önemli binaların 
üç boyutlu modellerinin oluşturulduğu, haritalama yapıldığı ve bu haritalardan yol planlama uygulamalarının 
yapıldığı çalışmalar da bulunmaktadır [36, 37]. Ancak nokta bulutu ile iniş pistinin analiz edilerek engel bulunma 
durumuna bağlı bir şekilde inişe uygunluğunun değerlendirilmesi temelli bu çalışma literatür açısından farklılık 
oluşturmaktadır.  

 
2. Materyal ve Yöntem 
 

İHA’lar için uçuş operasyonu esnasında en önemli aşama iniş aşamasıdır. İniş anında pistin uygunluğu, pistte 
herhangi bir engelin olup olmadığı iniş için önemli bir unsurdur. Bu çalışmada, iniş pisti nokta bulutu verisi 
sayesinde taranarak ve pist üzerinde bulunan engeller pistin derinliği algılanarak kolaylıkla ayırt edilmiştir. Nokta 
bulutu üç koordinat düzleminde de sayısal olarak binlerce noktadan oluşan, nesnenin dış yüzeyini temsil etmek 
için kullanılan üç boyutlu bir dijital çıktıdır. Nokta bulutuyla oluşturulan üç boyutlu veriler kalite kontrol, 
animasyon gibi alanlarda kullanıldığı gibi derin öğrenme yöntemleriyle birlikte kullanılarak görüntü işleme, şehir 
planlaması ve birçok alanda da kullanılmaktadır [38-40]. Nokta bulutları günümüzde değişik yöntemlerle elde 
edilebilmektedir. Havadan lazer tarama (Airborne Laser Scanning-ALS), hava araçları yardımıyla belirli bir 
irtifadan yeryüzünün taranmasıyla gerçekleştirilen bir yöntemdir. Bu yöntemde hızlı bir tarama gerçekleşmiş olur 
fakat görüş alanı kısıtlıdır. Yeryüzünde sabit noktalarda bulunan araçlarla yapılan lazer tarama (Terrestrial Laser 
Scanning -TLS)  ise kullanılan ikinci bir yöntemdir. Bu yöntemin en büyük avantajı alanın istenilen açılarla daha 
yüksek ve doğru örnekler ile taranmasıdır. Dezavantajı ise tarayıcının alana yakın olması dar bir görüş alanı 
sağlarken ayrıca yüksek yoğunluklu tarama sonucu nokta bulutun işlenmesinin zorlaşmasıdır. ALS ve TLS 
haricinde kullanılan diğer bir yöntem ise taşınabilir mobil lazer taramadır. Bu yöntem taşıma kolaylığı ve hareket 
halindeyken de veri elde edilme imkanı sağlamaktadır. Bu yöntem iç ve dış mekânlarda kullanılan bir yöntemdir 
[41-43]. Tüm bu lazer kullanılan yöntemler haricinde ayrıca verilen fotoğrafın nokta bulutu haline getirildiği 
uygulamalar da bulunmaktadır. 

Bu çalışmada, görüntü işleme ve nokta bulutu ile iniş pisti analizi yapabilmek amacıyla öncelikle bir 
quadrotor ile inişin gerçekleştirilmesi için tasarlanan pistin havadan gerçek görüntüleri alınmıştır. Alınan 
görüntülerden RoboFlow uygulamasında veri seti oluşturularak YOLOv8’de görüntü işleme için kullanılmıştır. 
İşleme sonucunda tespiti yapılan iniş pistinin üzerinde engel olup olmama durumuna göre nokta bulutu yardımıyla 
derinlik ölçülerek iniş pistinin inişe uygunluğu analiz edilmiştir. Çalışma yöntem aşamaları Şekil 1’de gösterilen 
akış şemasında verilmiştir. 

 
Şekil 1. Çalışma akış şeması. 
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2.1. İniş Pistinin Tasarlanması ve Görüntülenmesi 
 

Uçuşunu gerçekleştiren İHA’nın iniş sırasında zarar görmemesi için öncelikle bir iniş pisti tasarlanmıştır. Bu 
çalışmada,  İHA’nın kolaylıkla görebileceği ve üzerine iniş sağlayacağı Şekil 2’de verilen iniş pisti 
oluşturulmuştur. Pist 50x70 cm boyutlarına ve doğada çok fazla bulunmayan turuncu rengine sahiptir. Ayrıca pist 
üzerinde uzaktan kolaylıkla algılanabilecek H harfi bulunmaktadır.  

 

 
 

Şekil 2. Tasarlanan iniş pisti. 
 
Pist görüntüsünün işlenebilmesi ve veri setinin oluşturulabilmesi için gerçek bir quadrotor ile farklı yükseklik 

ve farklı açılardan işlenecek gerçek pist görüntüleri ve video kaydı alınmıştır. Pist görüntüleri alınırken ayrıca pist 
üzerinde engel bulunacak şekilde de görüntüleme yapılmıştır. Üzerinde engel bulunmayan ve bulunan pist 
görüntüleri nokta bulutu ile derinlik ölçülüp analiz yapılırken kullanılmıştır. Şekil 3’te farklı yüksekliklerden 
alınmış engelsiz ve engelli pist görüntüleri verilmiştir. 

 
 

  

(a) Engelsiz pist görüntüleri. 

  

(b) Engelli pist görüntüleri. 
 

Şekil 3. Farklı yükseklik ve açılardan alınmış engelsiz ve engelli pist görüntüleri. 
 

2.2. RoboFlow ile Veri Seti Oluşturulması 
 

Bu çalışma kapsamında, pist üzerinden alınan video kaydından çıkarılan gerçek görüntüler ayrıştırılarak, 
YOLOv8’de işlenmek için öncelikle RoboFlow sayesinde veri seti oluşturulmuştur. RoboFlow, nesne algılama ve 
segmentasyon işlemleri için kullanılan yapay zeka algoritmalarının açık kaynaklı bir kitaplığıdır. Veri seti 
oluşturulurken elde edilen görüntülerde bulunan cisimler işaretlenerek YOLOv8’de gerçekleştirilecek öğrenmenin 
kolaylaştırılması sağlanmıştır.  

Makine öğrenmesi uygulamalarında elde edilen veri setlerinin modellerde kullanılabilir hale getirilebilmeleri 
için bölme işlemine tabi tutulmaktadırlar. Böylece modellerin daha başarılı bir şekilde gerçek dünya ile uyumlu 
olması hedeflenmektedir. Bölme işlemi uygulama türüne ve göreve bağlı olarak değişmekle birlikte burada,  
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RoboFlow ile etiketlenen görseller YOLOv8’de eğitilebilmek için test, doğrulama ve eğitim veri setleri olarak 
bölünmüştür. Bu sayede, test veri seti üzerinde tahminler ve değerlendirmeler yapılırken, doğrulama veri setinde 
iyileştirmeler yapılmakta ve eğitim veri seti öğrenme amacı ile kullanılmaktadır.  Bu çalışmada, öğrenme için 
yaklaşık 3528 görüntü kullanılarak, veri seti içerisinde iniş pisti, araba, uçak ve ağaç nesnelerinin işaretlenmesi 
sağlanmıştır. Kullanılan 3528 görüntüden 354’ü test, 705’i doğrulama (validation) ve geriye kalan 2469 görüntü 
ise eğitim (train) için kullanılmıştır. Şekil 4’te görüldüğü gibi, 3528 görüntünün hepsi için içeriğinde bulunan 
nesneler işaretlenmiştir. İşaretleme esnasında iniş pisti; pembe, ağaçlar; yeşil, araba; mor ve uçak; kırmızı renkle 
gösterilmiştir.  

 

 
 

Şekil 4.  RoboFlow üzerinde veri seti oluşturulması.  
 

2.3. YOLOv8 ile Nesne Tespiti 
 

YOLO nesne tespiti, nesne sınıflandırma, segmentasyon ve poz tahmininde kullanılan bir algoritmadır. Bu 
algoritmanın temel çalışma yapısı konvolüsyonel sinir ağlarıdır. “You Only Look Once” açılımının baş 
harflerinden ismini almaktadır. Bu açılım “Yalnızca Bir Kez Bak” anlamına gelmektedir. Nesne tespitinde 
kullanılan daha iyi tahmin yapan algoritmalar bulunmaktadır fakat YOLO’yu diğer algoritmalardan ayıran en 
temel fark hızıdır. YOLO’nun bu kadar hızlı olmasının temel sebebi diğer algoritmalar nesne tespiti yaparken ayrı 
ayrı CNN sınıflandırıcısı kullanarak işlem sayısını arttırmış ve buna bağlı olarak düşük FPS değerine (Frames per 
second) yani saniyede alınan kare miktarına sebep olur. YOLO ise nesne tespitini tek bir regrasyon problemi olarak 
ele almaktadır. İşlemi gerçekleştirmek için öncelikle girilen resim karesini NxN boyutunda ızgaralara bölmektedir, 
ızgara boyutları 4x4, 5x5, 8x8 vs. boyutlarında olabilmektedir. Her ızgara kendi alanında nesne olup olmadığını 
öncelikle tespit eder daha sonra eğer nesne varsa orta noktasında olup olmadığının tespitini yapar. Eğer nesne 
ızgaranın orta noktasındaysa, nesnenin uzunluğunu, yüksekliğini ve sınıfının tespitini yapar. YOLO her ızgarada 
ayrı ayrı tahmin vektörü oluşturmaktadır ve bu tahmin vektörlerinin içinde ızgara içinde nesne olup olmadığından 
emin olan ve nesne varsa 1 yoksa 0 değerini alan güven skoru bulunur. Ayrıca nesnenin orta noktasının x 
koordinatını veren Bx, nesnenin orta noktasının y koordinatını veren By, nesne genişliğini veren Bw, nesne 
yüksekliğini veren Bh değerleri bulunmaktadır. YOLO, YOLOv2, YOLOv3, YOLOv4, YOLOv5, YOLOv6, 
YOLOv7 ve YOLOv8 olmak üzere farklı çeşitlere sahiptir. YOLO’nun son zamanlarda en çok kullanılan ve bu 
çalışmada tercih edilen çeşidi YOLOv8’dir. Bunun sebebi ise gerçek zamanlı nesne tespiti yaparken diğer 
çeşitlerine göre daha hızlı olmasıdır. Ayrıca YOLOv8 diğer YOLO çeşitlerine göre hız ve doğruluk açısından çok 
iyi sonuçlar vermektedir. Makine öğrenmesi modellerinde modelleri değerlendirmek için farklı parametreler 
bulunmaktadır. Kesinlik (precision) pozitif durumun doğru sınıflandırmasını ölçerken, duyarlılık (recall) 
parametresi gerçek pozitiflerin ne kadar pozitif olduğunu göstermektedir. F1-skor ise kesinlik ve duyarlılık 
parametrelerinin harmonik ortalamasını gösteren ve uç durumların da dikkate alındığı bir metriktir. mAP 
parametresi ise ortalama duyarlılık değerini göstermektedir. Bu metriklerden bir diğeri ise model performans 
değerlendirmeleri için sıklıkla kullanılan karmaşıklık (karışıklık, karşıtlık) matrisidir (confusion matrix). 
Karmaşıklık matrisi, sınıflandırma problemlerinde modellerin başarı durumunu gösteren bir tablodur ve aslında 
NxN boyutunda bir matristir. Bu matris çok sınıflı problemler açısından oldukça uygun olmakta ve modelin 
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doğruluğu hakkında bilgiler vermektedir. Karmaşıklık matrisi için köşegen üzerindeki değerlerin yüksek olması 
model performansı açısından olumlu bir durumdur. Çünkü bunlar modelin doğru tahmin ettiği etiketlerdir. Bu 
köşegen değerleri dışında kalan değerler ise hata değerleridir. YSA’larda eğitim aşamasında tahmin hatası kayıp 
(loss) olarak adlandırılır ve önemli bir etmendir. Ağın gradyanlarını hesaplamak amacıyla kayıp fonksiyonları 
kullanılmakta ve ağırlıklar güncellenmektedir. Başka bir ifade ile kayıp fonksiyonları tahmin değerinin gerçek 
değerden ne kadar uzak olduğunu ölçmekte yani gerçek ve olası değer arasındaki kaybı göstermektedir   [44-46]. 
Bu çalışmada, iniş pisti tespiti ve analizini yapmak için YOLOv8’de iniş pistine ait havadan çekilmiş fotoğraf 
kareleri işlenmiştir. YOLOv8 kendisine verilen görüntü karelerini NxN ızgaralara bölmüş ve nesnelerin çevresini 
renkli sınırlayıcı kutu (bounding box) ile çevrelemiştir. Daha sonra YOLOv8 ile nesne tespiti yapılmış tüm 
parametreler açısından elde edilen grafikler ve karmaşıklık matrisi bulgular bölümünde verilmiştir.  

 
2.4. Nokta Bulutu ile İniş Pisti Analizi 

 
Çalışma kapsamında, PyCharm ortamında Python dili kullanılarak verilen pist görüntülerinin nokta bulutu 

analizi yapılmıştır. İHA uçuş yaparken, aynı yükseklikten pistin; sağdan, soldan önden ve arkadan gerçek 
görüntüleri alınmıştır ve alınan bu görüntüler daha sonra nokta bulutu ile derinlik hesaplaması yapmak için 
kullanılmıştır. Yapılan derinlik hesaplamalarına bağlı olarak pist üzerinde engel olup olmadığı hakkında fikir 
sahibi olunabilmiştir. Pist üzerindeki engel tespit edilmesi durumunda İHA’nın inişini gerçekleşip 
gerçekleştirmeyeceğine karar verilebilir. İniş pistinin derinlik analizinin yapılabilmesi için görüntülerin bazı 
işlemlerden geçmesi gerekmektedir. İşlem basamakları Şekil 5’te verildiği gibidir.  

 

 
 

Şekil 5. Görüntü işleme basamakları. 
 

Görüntünün alınması 
Öncelikle nokta bulutu yardımıyla işlenmek istenen görüntüler, İHA kamerası ile aynı yükseklikten olacak şekilde 
pistin sağ, sol, ön ve arka kısmından alınır. 
Renkli görüntünün gri forma dönüştürülmesi 
Alınan renkli yani RGB ( Red: Kırmızı, Green: Yeşil, Blue: Mavi) formda bulunan görüntü gri forma dönüştürülür. 
Bu işlemin temel amacı görüntünün sahip olduğu üç kanallı RGB formunun tek kanallı gri forma dönüştürülmesi 
ve görüntü boyutunun küçültülmesidir. Bu sayede algoritma hızı arttırılmış olur. Gri tonlu görüntüde 256 adet gri 
değeri bulunur. 0 gri değeri siyahı temsil ederken 255 gri değeri ise beyaza karşılık gelmektedir ve gri tonları bu 
değerler arasında koyudan açığa doğru değişir. 
Görüntünün eşiklenmesi 
Eşikleme nesnelerin arka plandan ayrılması işlemidir. Bu sayede görüntü üzerindeki gürültü ve parazitler azalarak 
nesne daha belirgin bir hale gelmiş olur. 
Görüntünün filtrelenmesi 
Genellikle görüntüdeki gürültü veya parazitlerin ortadan kaldırılması için yapılmaktadır. Bu işlem sonucunda 
görüntüden ışık yoğunluğuna veya diğer etkenlere bağlı olarak ortaya çıkan parazitler kaldırılarak fotoğraf 
yumuşatılır [47-51]. 
3. Bulgular ve Tartışma 
 
3.1. YOLOv8 ile Nesne Tespiti için Elde Edilen Bulgular 
 

Gerçek bir İHA yardımı ile alınan görüntülerden nesne tespitinin yapıldığı ve nokta bulutu ile iniş pistinin 
analizinin gerçekleştirildiği bu çalışmada, Şekil 6, YOLOv8’den elde edilmiş pist, uçak, araba ve ağaç 
görüntülerinin işlenmiş ve sınırlayıcı kutu ile işaretlenmiş hallerini göstermektedir. İşaretlemelerde, 0 numaralı 
sınırlayıcı kutu ağacı, 1 numaralı sınırlayıcı kutu arabayı, 2 numaralı sınırlayıcı kutu iniş pistini ve 3 numaralı 
sınırlayıcı kutu ise uçağı göstermektedir. Farklı uzaklıktan ve farklı açılardan alınmış gerçek görüntülerin hepsinde 
iniş pisti, ağaç, araba ve uçak nesnelerinin tespiti gerçekleştirilmiştir. Ayrıca üzerinde engel bulunan pist 
görüntülerinin tespiti de kolaylıkla yapılmıştır. Şekil 7’de sınıflandırma açısından etiketlenen her sınıf için kaç 
görüntü bulunduğu verilmiştir. En çok etiketlenme yapılan sınıfın iniş pisti olduğu şekilden açıkça görülmektedir. 
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Şekil 6. YOLOv8 ile elde edilen işlenmiş görüntü örnekleri. 
 
 

 
Şekil 7. Tüm sınıflar için etiketlenen görüntü sayısı. 

YOLOv8 modelinde işlenen görüntülerden tespit edilmek istenen pist, ağaç, araba ve uçak verilerinin ne 
kadar doğru tespit edildiği karmaşıklık matrisinde verilmiştir. Bu matris ile veri setinde etiketlenen sınıf ile eğitilen 
model tarafından tahmin edilen sınıf arasındaki uyum gösterilmektedir. Şekil 8’de verilen karmaşıklık matrisinde 
işlenmesi için kullanılan görüntülerin doğru ya da yanlış tahminlerinin sayısı tabloda yüzde olarak verilmiş ve bu 
tabloya bakılarak modelin performansı yorumlanabilmiştir. Algoritmaya verilen ağaçların %66’sının, arabaların 
nerdeyse tamamına yakını olan %99’unun, iniş pistinin %97’sinin ve verilen uçak görüntü karelerinin %100’ünün 
doğru bir şekilde algılandığı orta kısımdaki kutucuklarda verilmiştir. Alt kısımda verilen kutucuklarda ise 
görüntülerin algılanamayan yani algoritmanın hata verileri görülmüştür. Bu verilere göre ise verilen ağaç 
görüntülerinin %34’ünde, arabanın %1’inde ve iniş pistinin %3’ünde hata oluşmuştur. Tablonun sağ tarafında 
verilen renk çizelgesinde ise verilerin oranına göre hangi renkte olacağı tanımlanmıştır. Çizelgenin üst kısmına 
doğru ilerlendikçe renk beyazdan koyu maviye doğru ilerlemekte ve renk koyulaştıkça verinin miktarı artmaktadır. 
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Modelin değerlendirilebilmesi açısından önemli parametrelerden birisi olan kesinlik (precision) değişkeninin 
grafiği Şekil 9’da verilmiştir. Şekil incelendiğinde sağa ve üste doğru gittikçe modelin doğruluk oranı artmaktadır. 
Bu durum yapılan tahminlerin doğruluğunu göstermektedir. Şekillerde koyu-kalın mavi çizgi ile belirtilen değer, 
tahmin edilen tüm sınıfların ortalamasını vermektedir. 

 
 

 
 

Şekil 8. Karmaşıklık matrisi. 
 
 

 

 

 

 
Şekil 9. Kesinlik (Precision) parametresinin değişim 

grafiği. 
Şekil 10. Duyarlılık (Recall) parametresinin değişim 

grafiği. 
 
 
YOLOv8’de oluşturulan modelin duyarlık (recall) parametresi açısından değişim grafiği Şekil 10’da 

verilmiştir ve şekilden anlaşıldığı gibi model istenen şekilde çalışarak görevini başarılı olarak yerine getirmiştir. 
Ayrıca tüm tahminlerin ortalamasını gösteren koyu ve kalın mavi çizginin 0,99 değerine ulaştığı görülmüştür. Bu 
değer model için oldukça yüksek bir başarı oranıdır. Model performansı açısından en önemli parametrelerden birisi 
olan ve kesinlik ile duyarlık parametrelerinin harmonik ortalamasını kullanan F1-skor metriği için değişim grafiği 
ise Şekil 11’de verilmiştir.  Modelin tahmini doğruluk oranını gösteren bu eğri için yine başarılı bir sonuca 
ulaşıldığı görülmüştür. Bu çalışmada, YOLOv8’de nesne tespiti için oluşturulan model performansı 
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incelendiğinde; bütün parametreler açısından modelin tüm sınıfları ve bu çalışma açısından önem arz eden iniş 
pistini doğru bir şekilde tespit ettiği görülmüştür. Ayrıca Şekil 12’de verilen kesinlik-duyarlılık grafiğinde 
%91,4’lük bir mAP değeri ile modelin başarısı ve güvenilirliği ortaya koyulmuştur. 

 
 

 

 

 
Şekil 11. F1-skor parametresinin değişim grafiği. Şekil 12. Kesinlik-Duyarlılık grafiği. 

 
Şekil 13’te, önerilen model için kayıp (loss) ve eğitim (train) eğrileri verilmiştir. Kayıp fonksiyonu, tahmin 

edilen değer ile gerçek değer arasındaki farklı göstermektedir ve değeri ne kadar düşük ise model o kadar iyi 
öğrenmiş demektir. Şekilde verilen grafiklerde model hızlı bir şekilde öğrenmeye başlamış ve sürekli kayıp 
değerini azaltmaya yönelik bir durum sergilemiştir. Kesinlik, duyarlılık ve mAP parametrelerine bağlı eğitim 
grafikleri ise modelin başarı değerleridir ve güven aralığıdır. Bunlar için ulaşılan değerler incelendiğinde ise 
şekilde görüldüğü gibi modelin ezberlemeden doğru bir öğrenme, tahminleme ve tespit yaptığı belirlenmiştir.  

 

 
Şekil 13. Önerilen modelin kayıp ve eğitim grafikleri.  

3.2. Nokta Bulutu ile İniş Pisti Analizi için Elde Edilen Bulgular 
 

Şekil 14’te üzerinde engel bulunmayan pist görüntüleri verilmiştir. Bu görüntülerde ayrıca pistin üzerinde 
olduğu yolda küçük bir çukur yani derinlik bulunmaktadır. Yolda bulunan bu çukurluk nokta bulutu analizi 
esnasında derinlik haritası çıkarırken önerilen uygulamanın doğruluğunun gösterilmesi açısından fayda 
sağlamıştır. Aynı yükseklik için pist; sağ, sol, ön ve arka kısımlardan görüntü alınacak şekilde çekilmiştir. 
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Görüntüleme işlemi gerçekleştikten sonra nokta bulutu formuna dönüştürülmeden önce işlenecek görüntünün 
kalitesinin arttırılması için Şekil 15’de görüldüğü gibi gri forma dönüştürülmüştür. 

  

 
 

Şekil 14. Nokta bulutu ile pist uygunluk analizi amacıyla kullanılan engelsiz pist görüntüleri. 
 

 
 

Şekil 15. Gri forma dönüştürülmüş engelsiz pist görüntüsü. 
 

Engelsiz pist görüntüsünde nokta bulutu analizi ile elde edilen siyah-beyaz derinlik haritası Şekil 16’da 
verilmiştir. Bu harita incelendiğinde pist üzerinde engel bulunmadığı için pist normal bir şekilde görülmüştür. 
Fakat pistin üst tarafında bulunan çukur kısım bu haritada siyah bir formda görünmekte ve bu durum yapılan 
derinlik analizinin doğru olduğunu göstermektedir. Şekil 16’da siyah-beyaz formu verilen derinlik haritasının 
RGB formu Şekil 17’de verilmiştir. Şekil incelendiğinde pistin üst kısmında bulunan çukurun sahip olduğu 
derinlik nedeniyle koyu mavi bir renk oluştuğu, pistte ise herhangi bir yükselti ya da derinlik olmadığı için pistin 
üzerinde bir derinlik algılanmadığı görülmüştür. 
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Şekil 16. Engelsiz pist görüntüsü için siyah-beyaz derinlik haritası. 

 
 

 
Şekil 17. Engelsiz pist görüntüsü için RGB derinlik haritası. 

 
Bu çalışmada, derinlik haritaları için oluşturulan algoritmada referans alınan RGB derinlik haritasıdır. Bu 

nedenle renk çizelgesi bu harita için verilmiştir. Siyah-beyaz derinlik haritasında renkler birbirine oldukça yakındır 
ve bu haritada grinin en koyu tonu RGB haritasında mavi renge an açık ton ise kırmızıya karşılık gelmektedir. 
Şekil 18’de üzerinde engel bulunan pist görüntüleri verişmiştir. Engel pistin sağ tarafında bulunmaktadır ve 
engelin fotoğrafa kattığı derinlik haricinde pistin üzerinde olduğu yolda aynı çukur yani derinlik bulunmaktadır. 
Aynı zamanda pistin yine sabit bir yükseklikten sağ, sol, ön ve arka kısımlarından görüntü alınmıştır. Bu aşama 
için görüntü elde edildikten sonra nokta bulutu formuna dönüştürülmeden önce işlenecek görüntünün kalitesinin 
arttırılması için Şekil 19’da görüldüğü gibi gri forma dönüştürülmüştür.  
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Şekil 18. Nokta bulutu ile pist uygunluk analizi amacıyla kullanılan engelli pist görüntüleri. 
 

 
 

Şekil 19. Gri forma dönüştürülmüş engelli pist görüntüsü. 
 

Gri forma dönüştürülmüş olan görüntünün siyah-beyaz derinlik haritası Şekil 20’de verilmiştir. Bu harita 
incelendiğinde hem pist üzerinde bulunan engelin hem de pistin üst kısmındaki yolda bulunan çukurun derinliğinin 
daha fazla olduğu ve o kısımların daha koyu renkli göründüğü anlaşılmaktadır. Siyah, beyaz formda verilen 
derinlik haritasının RGB formatı ise Şekil 21’de gösterilmiştir. RGB formatı incelendiğinde ise derinliğin fazla 
olduğu noktalar mavi renkte, derinliğin az olduğu renkler ise kırmızı renkle gösterilmiştir. Yani Şekil 20’de siyah 
renkle görülen ve derinliği olan kısımlar mavi, beyaz renkle görülen kısımlar ise kırmızı rengi almıştır. Arada 
kalan derinlikler ise kırmızı, mavinin tonlarını ve sarı rengini almıştır. RGB derinlik haritası incelendiğinde de 
aynı şekilde pist üzerindeki engel ve yolda bulunan çukurun derinliği net bir şekilde görülmüştür.  
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Şekil 20. Engelli pist görüntüsü için siyah-beyaz derinlik haritası. 
 

 
Şekil 21.  Engelli pist görüntüsü için RGB derinlik haritası. 

  
 
4. Sonuçlar ve Öneriler 

 
Genel yapısı itibariyle kullanım alanlarına göre farklı donanım ve yazılımlara sahip olan İHA’lar içlerinde 

bulundurdukları sensör, kamera gibi aygıtlarla kullanıcıların ihtiyaçlarına cevap vermektedirler. İHA’lar açısından 
iniş aşaması ve bu aşamada gerçekleşen kazalar büyük önem arz etmektedir. Bu çalışmada, iniş esnasında 
gerçekleşecek kazaların erken tespiti edilebilmesi ve önlenebilmesi amacıyla bir uygulama çalışması önerilmiştir. 
Bu amaç doğrultusunda öncelikle İHA’lar hakkında genel bilgiler verilerek, avantajlarından, ülkemizdeki ve 
dünyadaki kullanım durumlarından bahsedilmiştir. Daha sonra dört rotorlu bir İHA kullanılarak gerçek videolar 
ve görüntüler alınmıştır. İHA’nın kamerasından alınan görüntüler kullanılarak inişini gerçekleştirmesi için 
tasarlanan pist farklı açı ve yüksekliklerden kayıt altına alınmıştır. Kayıt altına alınan pist görüntüleri üzerinde 
RoboFlow uygulaması sayesinde pist, ağaç, uçak ve araba nesneleri etiketlenmiştir. Etiketleme için yaklaşık olarak 
3528 görüntü kullanılmış, bu görüntüler eğitim, test ve doğrulama veri kümelerine bölünmüştür. Etiketleme işlemi 
tamamlanan görüntüler derin öğrenme tabanlı YOLOv8 modeli ile nesne tespiti yapılması için kullanılmıştır. 
Önerilen YOLOv8 modeli ile nesne tespiti sağlanarak elde edilen görüntülerdeki araba, pist, uçak ve ağaç nesneleri 
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sınırlayıcı kutular ile gösterilerek model için ortaya çıkan çalışma eğrileri yorumlanmıştır. Kesinlik, duyarlılık ve 
F1-skor parametreleri için elde edilen grafiksel sonuçlar nesne tespitinin başarılı bir şekilde gerçekleştiğini açıkça 
göstermiştir. 

Günümüzde birçok alanda kullanılan nokta bulutu yöntemi havacılık sektöründe iniş pisti ile ilgili verilerin 
elde edilmesi için de uygulanabilir düzeydedir. Bu çalışmada da PyCharm ortamında Python dili kullanılarak 
verilen pist görüntülerinin nokta bulutu yöntemi ile uygunluk analizi yapılmıştır. PyCharm ortamına, pistin 
üzerinde engel bulunmayan ve bulunan görüntüleri aktarılmış ve engelin bulunduğu görüntülerin derinlik haritaları 
incelendiğinde engel, görüntü içinde bir derinlik oluşturmuştur. Siyah-beyaz formda ve RGB formunda elde edilen 
derinlik haritaları sayesinde, uçuşunu tamamlayan İHA’nın inişi için pistin uygunluğu kontrol edilebilir hale 
gelmiştir.  

Sonuç olarak bu çalışmada, görüntü işleme ile İHA iniş pisti tespiti sağlandıktan sonra, pistin inişe uygunluğu 
nokta bulutu verisi kullanılarak analiz edilmiş ve başarılı sonuçlar elde edilmiştir. Ayrıca görüntü işlemede 
YOLOv8 kullanılması bu işlemlerin hızını arttırarak zamandan tasarruf sağlanmıştır. Bu çalışmada tasarlanan 
sistem ile İHA’larda iniş aşamasında gerçekleşebilecek kaza oranları düşürülebilir ve oluşabilecek diğer 
problemler de erken tespit edilebilir düzeye gelmiştir. Gerekli ağlar, öğrenme biçimleri ve uygulamalar 
kullanılarak İHA’lar için inişin kolay ve kayıpsız bir şekilde gerçekleştirilebileceği gösterilmiştir. 

Teknolojik gelişmeler ve bu konuya olan ilginin bu denli fazla olmasından dolayı gelecek yıllarda yapılacak 
çalışmalarda, İHA sistemleri için sadece iniş anında değil uçuş esnasında ya da otonom iniş-kalkış esnasında bu 
yöntem kullanılarak daha fazla ilerlemeler sağlanabilir. Farklı kamera tipleri ile farklı yükseklik ve açılardan 
alınacak görüntüler ile farklı veri setleri oluşturulabilir ve bu veri setleri için de değerlendirmeler yapılabilir.  
Araştırmamız boyunca edindiğimiz bilgiler ışığında, İHA sistemleri ulaşım, haberleşme, lojistik ve daha birçok 
alanda derin öğrenme ağlarını kullanarak karşımıza çıkacak gibi durmaktadır. Bu durum da insan kontrolüne olan 
ihtiyacı azaltma eğilimini göstermektedir. Ayrıca kullanılabilecek olan farklı öğrenme katmanlarıyla istenilen her 
özellik İHA sistemleri ile rahatlıkla bütünleştirilerek öğrenmelerinin gerçekleştirilebilir olmasının diğer farklı 
gelişmelere öncülük edeceği düşünülmektedir.  
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