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ÖZ 

Depremleri önceden tahmin edebilmek insan yaşamı ve konforu için önemli bir konu olmuştur. Ancak karmaşık 

bir mekanizmaya sahip olan depremler günümüz bilgi ve teknolojisi ile henüz tahmin edilememektedir. 

Geçmişte depremleri tahmin edebilmek için farklı yöntemler kullanılırken son zamanlarda yapay zeka 

yöntemlerindeki gelişmelerle birlikte, deprem tahminleri yapabilmek için bu yöntemler de kullanılmaya 

başlanmıştır. Bu çalışmada Türkiye’nin kuzeybatı bölgesinde gelecekte olma ihtimali bulunan, 6 ve üzeri 

büyüklükteki depremlerin odak koordinatları ve odak derinlikleri tahmin edilmeye çalışılmıştır. Bu çalışmada 

karşılaştırmalı olarak altı farklı makine öğrenimi yöntemi (Destek Vektör Makineleri, Gradient Boost, Elastic 

Net, Bayesian Ridge ve XGBoost) kullanılmış ve tahmin sonuçları karşılaştırılmıştır. Sonuçlar RMSE, MAE ve 

Düzeltilmiş R2 performans metrikleriyle değerlendirilmiştir. Tahmin sonuçları gelecekte Türkiye’nin kuzeybatı 

bölgesinde Bursa ili sınırları içerisinde İznik Gölü’nün kuzeyinden başlayarak batıya doğru Ekinli, İmralı 

adasının kuzeybatısı, Avşa adasının kuzeyi ve Marmara adasının kuzeybatısında 6 ve üzerinde depremler 

olabileceğini göstermektedir. 

Anahtar Kelimeler: Makine öğrenimi, Deprem tahmini, Türkiye’nin kuzeybatısı, Odak konumu, Odak derinliği 

ABSTRACT 
Being able to predict earthquakes has been an important issue for human life and comfort. However, 

earthquakes with complex mechanisms are quite difficult to predict. While different methods were used to 

predict earthquakes in the past, these methods have recently been used to make earthquake predictions with 

the developments in artificial intelligence methods. In this study, the focal coordinates and focal depths of 

earthquakes with a magnitude of 6 and above, likely to occur in the northwestern region of Turkey, were tried 

to be estimated. This study used six different machine learning methods (Support Vector Machines, Gradient 

Boost, Elastic Net, Bayesian Ridge and XGBoost) and compared the prediction results. Results were 

evaluated with RMSE, MAE, and Adjusted R2 performance metrics. The estimation results show that 
earthquakes of 6 or more may occur in the future in the northwestern region of Turkey, within the borders of 
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Bursa province, starting from the north of Lake Iznik and going westwards in Ekinli, northwest of İmralı island, 

north of Avşa island and northwest of Marmara island. 

Keywords: Machine learning, Earthquake prediction, Northwest of Turkey, Hypocenter location, Hypocenter 
depth 
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GİRİŞ 

Depremler çok eski zamanlardan bu yana 

insan yaşamını etkileyen çok önemli doğal 

olaylardan biridir. Bazı araştırmacılar depremin 

önceden tahmin edilemeyeceğini söylerken 

(Geller vd., 1997), bazıları ise tahmin edilebilir 

bir olay olduğunu ileri sürmüşlerdir (Brehm ve 

Braile, 1998; Kirschvink, 2000; Knopoff, 2000). 

Geçmişten bu güne depremin tahmin 

edilebilmesi amacıyla çok çeşitli çalışmalar 

yapılmıştır. Önceleri hayvan davranışları ve 

diğer doğa olayları gözlemlenmiş ve bunlar 

anlamlandırılmaya çalışılmıştır (Rikitake, 1968; 

Barsukov vd., 1984; Kirschvink, 2000). Bilimsel 

gelişmelerle birlikte radon gazı ölçümleri, 

sismik ve elektomanyetik yöntemler başta 

olmak üzere çeşitli bilimsel yöntemler 

kullanılarak depremler önceden tahmin 

edilmeye çalışılmaktadır (Whitcomb vd., 1973; 

Zmazek vd., 2003; Külahcı vd., 2009; Moustra 

vd., 2011). Ancak şimdiye kadar yapılan 

çalışmalar genellikle depremi çok kısa süre 

öncesinde bazı belirtiler ortaya çıktıktan sonra 

olasılıklı olarak tahmin edebilmektedir 

(Hayakawa ve Hobara, 2010). Depremde P 

dalgası birincil dalga olduğundan deprem kayıt 

istasyonlarına ilk önce bu dalgalar ulaşır ve 

daha yıkıcı etkiye sahip olan S dalgası ise daha 

sonra ulaşır. Bu iki dalganın ilerleme hızı 

arasındaki kısa zaman farkı depremler için 

uyarı ve acil tedbir amaçlı kullanılabilmektedir. 

Tüm bunlarla birlikte bilim insanları depremin 

zamanını, odak konumunu, derinliğini ve 

büyüklüğünü saatler, günler hatta haftalar 

öncesinden tahmin edebilmek için yoğun bir 

çaba sarf etmektedirler (Marzocchi vd., 2017; 

Michael vd., 2020). Son yıllarda yapay zeka 

algoritmalarındaki gelişmeler birçok alanda 

olduğu gibi deprem tahmini konusunda da 

umut vermekte olup, çeşitli çalışmalar 

yapılmıştır. Alarifi vd. (2012) çalışmalarında 

kuzey Kızıldeniz bölgesinde yapay sinir ağı 

kullanılarak deprem büyüklüğü tahmini 

yapmışlardır. Panakkat ve Adeli (2007) çoklu 

deprem belirteci kullanarak deprem büyüklüğü 

tahmini için sinir ağı modelleri yapmışlar, 

Güney Kaliforniya ve San Francisco körfez 

bölgesi için bir ay sonra olabilecek depremin 

büyüklüğünü tahmin etmeye çalışmışlar, 

ancak sonuçlarda yüksek seviyede bir kesinlik 

bulunmadığını belirtmişlerdir. Külahcı vd. 

(2009) radon gazının değişimini izleyerek 

deprem tahmini için yapay sinir ağı modeli 

geliştirmişler ve bunu Doğu Anadolu Fay 

Sistemi’ndeki deprem tahmin sürecini 

modellemek için kullanmışlardır. Asencio- 

Cortés vd. (2017) yapay sinir ağları ile 

Tokyo'da büyüklüğü 5’in üzerindeki depremleri 

yedi günlük periyotta tahmin etmeye 

çalışmışlardır. Çalışmada Gutenberg – 

Richter yasasına ait parametrelerle birlikte bazı 

sismik parametreler kullanılmıştır. Sonuçlar en 

yakın komşular destek vektör makinesi, bayes 

ağları ve karar ağaçları yöntemleriyle 

karşılaştırılmış ve genel olarak bu 

yöntemlerden daha başarılı sonuçlar alındığı 

belirtilmiştir. Essam vd. (2021) Malezya için 

deprem tahmininde yapay sinir ağları (YSA) ve 

rastgele orman (RO) tekniklerinin güvenilirliğini 
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araştırmışlar, YSA yönteminin daha iyi tahmin 

performansı gösterdiğini belirtmişlerdir. Bhatia 

vd. (2023) yapay zeka tabanlı gerçek zamanlı 

deprem büyüklüğü tahmini için Uyarlanabilir 

Nöro-Bulanık Çıkarım Sistemi (ANFIS) 

yöntemini ve özellik sınıflaması için uç katmana 

iletilen gerçek zamanlı sensör verilerini elde 

etmek amacıyla da yeni bir Bayes yöntemi 

kullanmakla birlikte, sonuçların kesinlik, 

duyarlılık ve özgünlük değerlerinin oldukça iyi 

olduğunu belirtmişlerdir. Shiuly vd. (2020) 

yapay sinir ağı ve genetik algoritma kullanılarak 

Himalaya bölgesi için en yüksek yer ivmesini 

(PGA) tahmin etmişler, sonuçların diğer 

zayıflama ilişkileri ile tutarlı olduğunu 

söylemişlerdir. Bazı çalışmalar ise laboratuvar 

deneylerine odaklanmıştır. Bu çalışmalarda 

laboratuvar deneylerinden elde ettikleri verileri 

kullanarak çeşitli yapay zeka yöntemleriyle 

depreme kalan süreyi ve depremle ilgili diğer 

konuları tahmin etmeye çalışmışlardır (Rouet- 

Leduc vd., 2017; Wang vd., 2022). Can vd. 

(2014) Türkiye’nin kuzeybatısında bulunan 

Bilecik’teki deprem tehlikesini tahmin etmek 

için Poisson gizli Markov modelini 

kullanmışlardır. Bu model ile 2013 ile 2047 

yılları arasında büyüklüğü M≥4 olabilecek 

depremlerin yıllık frekanslarını tahmin 

etmişlerdir. 

Bu çalışmada makine öğrenimi yöntemleri 

kullanılarak Türkiye’nin kuzeybatı bölgesi için 

gelecekte olma ihtimali bulunan 6 ve üzeri 

büyüklükteki depremlerin odak koordinatları ve 

odak derinlikleri tahmin edilmektedir. Bu 

çalışmada diğer çalışmalardan farklı olarak, 

karşılaştırmalı olarak önceki çalışmalarda 

birlikte veya hiç kullanılmayan makine öğrenimi 

yöntemleri kullanılmakta, tahmin sonuçları 

karşılaştırılmakta ve Türkiye’nin kuzeybatı 

bölgesi için farklı deprem tahminleri 

sunulmaktadır. 

MATERYAL VE METOT 

Çalışma alanı 

Çalışma alanı olarak Türkiye’nin en etkin 

sismik aktivitelerinin bulunduğu kuzeybatı 

bölgesi seçilmiştir. Çalışma alanı 39.423 - 

42.147 Güney-Kuzey enlemleri ile 

25.631-32.448 Batı-Doğu boylamları arasında 

yer almaktadır. Harita üzerindeki kırmızı 

çerçeve içerisinde kalan alan çalışma alanını 

göstermektedir (Şeki1l ). Bu bölge sismik olarak 

aktif olan ve büyük depremler üretebilen 

Kuzey Anadolu Fay Zonu (KAFZ) ve diğer 

bölgesel faylar üzerinde bulunmaktadır (Şekil 

2). 

Veri 

Çalışma alanı içerisinde 01.01.1900 ile 

08.07.2023 tarihleri arasında meydana gelen 

3 ve üzeri büyüklükteki depremlere ait katalog 

bilgileri Amerika Birleşik Devletleri Jeoloji 

Araştırmaları Kurumu (USGS) web sitesinden 

alınmıştır (USGS, 2023). Belirtilen büyüklük ve 

tarihler arasında toplam 2240 deprem verisi 

bulunmaktadır. Tüm veriler aletsel ölçümlere 

dayanmaktadır ve deprem oluş zamanı, 

deprem odak koordinatlarına ait enlem ve 

boylam, odak derinliği ve deprem büyüklüğü 

bilgilerini içermektedir. Kullanılan deprem 

verilerinin sıklığını gösteren histogram Şeki3l ’te 

verilmektedir. 1970’li yıllardan itibaren deprem 

sayısında önemli bir artış görülmektedir. Bu 

artışın nedenleri arasında deprem kayıt 

istasyonlarının sayısındaki artışın da etkili 

olduğu düşünülmektedir. Bir diğer dikkat 

çeken durum ise 1990 ile 2010 yılları arasında 

deprem sayısındaki yüksek artışın, bu 

yıllardan sonra görece azalmasıdır. 

Çalışmada kullanılan deprem katalog bilgileri 

incelendiğinde Çizelge 1’de verilen değerler 

elde edilmektedir. Bu veriler ışığında, 

1900-1970 yılları arasındaki yetmiş yıllık 

dönemde M ≥ 5 ve üzeri büyüklükte deprem 

sayısı yıllık ortalama 0.99, 1971-1990 yılları 

arasındaki dönemde ortalama yıllık deprem 

sayısı 0.6, 1991-2010 yılları arasındaki 

dönemde ortalama yıllık deprem sayısı 1.1, 

2011-2023 yılları arasındaki dönemde 

ortalama yıllık deprem sayısı 0.69’dur. 

Çalışma alanı içerisinde 1900 yılından bu 

yana USGS verilerine göre büyüklüğü 6 ve 

üzeri olan yirmi deprem meydana gelmiştir. 
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Bunlardan altı tanesinin büyüklüğü 7 ve üzeri 

olan 1912 Malkara (Mw=7.23), 1953 Gönen 

(Mw=7.3),  1957  Düzce  (Mw=7.09),  1967 

Hendek (Mw=7.29), 1999 Gölcük (Mw=7.6), 

1999 Düzce (Mw=7.2) depremleridir. 

Yöntem 

Bu çalışmada USGS web sitesinden alınan 

deprem verileriyle yapay zekanın alt bir dalı 

olan makine öğrenimi yöntemleri kullanılarak 

tahminler gerçekleştirilmiştir. Makine öğrenimi 

işlemleri gerçekleştirilirken verinin %70’i 

eğitim, %30’u test amacıyla kullanılmıştır. 

Yapılan tüm eğitim ve testlerin başarı ölçütü 

olarak performans değerlendirme metrikleri 

(RMSE, MAE, Düzeltilmiş R2) kullanılmıştır. 

Şekil 1. Çalışma alanı 

Figure 1. Study area 

Çizelge 1. Yıllara göre deprem büyüklük 

değerlerine göre deprem sayıları 

Table 1. Number of earthquakes according to 
earthquake magnitude values by years 

Deprem büyüklük değerlerine göre 
deprem sayıları 

Yıl aralığı 
M ≥ 5 ve 

üzeri 
M ≥ 6 ve 

üzeri 

1900-1970 69 15 

1971-1990 12 2 

1991-2010 22 2 

2011-2023 9 1 

Makine öğrenimi yöntemi olarak; Destek Vektör 

Makineleri (DVM), Gradient Boost (GB), Elastic 

Net (EN), Bayesian Ridge (BR), XGBoost 

(XGB)  yöntemleri  kullanılmıştır.  Makine 

öğrenimi modeli için deprem oluş tarihi, saati, 

enlem, boylam, derinlik ve büyüklük bilgileri 

kullanılmıştır. Tüm makine öğrenimi 

yöntemlerinin model eğitimleri ve testleri aynı 

veri alanlarıyla gerçekleştirilmiştir. Tahminler 6 

ve üzeri deprem büyüklüğü için yapılmıştır. 

Tahminler sonucunda odak koordinatlarına ait 

enlem ve boylam değerleri ile odak derinlikleri 

elde edilmiştir. 
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Destek Vektör Makineleri 
DVM ilk kez 1995 yılında ortaya atılmıştır 

(Cortes ve Vapnik, 1995). Bu yöntemde 

veriler birbirinden bir hiper düzlem ile ayrılır. 

Bu işlem, veri noktalarını iki sınıf arasında bir 

çizgi ile ayırmak şeklinde gerçekleştirilir. DVM 

aykırı değerlere karşı dirençli bir yöntemdir. 

Özellik vektörlerinde aykırı değerleri bulur ve 

sınıflandırmayı etkilemeyecek şekilde bu 

aykırı değerleri yok sayar. Bu yöntem 

sınıflandırma ve regresyon problemlerinde 

başarıyla kullanılmaktadır (Soman vd., 2009). 

Şekil 2. Çalışma alanı ve yakınındaki fay segmentleri (MTA, 2023) 

Figure 2. Fault segments in the study area and nearby (MTA, 2023) 

Gradient Boost 

Gradyan artırma yöntemleri çeşitli pratik 

uygulamalarda önemli başarı göstermiş güçlü 

makine öğrenimi tekniklerindendir. Bu 

yöntemde öğrenme işlemleri, yanıt 

değişkeninin daha doğru bir tahminini elde 

etmek için ardışık olarak yeni modeller kullanır. 

Bu yöntemde temel fikir, yeni temel öğrenicileri, 

tüm toplulukla ilişkili kayıp fonksiyonunun 

negatif gradyanı ile maksimum düzeyde 

ilişkilendirilecek şekilde 

oluşturmaktır. Yöntemde, kayıp fonksiyonu 

seçilebilir ve bu esneklik model tasarımına 

önemli düzeyde özgürlük sağlar (Natekin ve 

Knoll, 2013). GB, hem pratik uygulamalarda, 

hem de çeşitli makine öğrenimi ve veri 

madenciliği işlerinde başarı ile 

uygulanmaktadır (Pittman ve Brown, 2011). 

Elastic Net 
EN, regresyon modellerini düzenli hale 

getirmek için lasso ve ridge tekniklerinden 

gelen cezaları kullanır. Bu yöntem, istatistiksel 

modellerin daha iyi düzenlileştirilmesi için 

eksikliklerinden  öğrenerek  lasso  ve 

ridge tekniklerini birleştirir. EN yönteminin 

tahmin edicisini bulma prosedüründe, lasso ve 

regresyon tekniklerini içeren iki aşama 

vardır. Önce ridge regresyon katsayıları 

bulunur, ardından katsayıların bir lasso türü 

büzülmesi kullanılarak ikinci adım 

gerçekleştirilir. EN yöntemi, değişken seçimi 

ve düzenlemeyi aynı anda gerçekleştirir. 

Boyutsal verilerin kullanılan örnek 

sayısından fazla olduğu durumlarda en 

uygundur. Gruplamalar ve değişken seçimi, 

bu tekniğinin kilit rolleridir (Zou ve Hastie, 

2005; Owen, 2007; De Mol vd., 2009). 
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Şekil 3. M ≥ 3 için deprem sıklığı histogramı 

Figure 3. Histogram of earthquakes frequency for M ≥ 3 

Bayesian Ridge 

BR, nokta tahminleri yerine olasılık dağıtıcıları 

kullanarak doğrusal regresyon formüle ederek, 

doğal bir mekanizmanın yetersiz verilerden 

veya kötü dağıtılmış verilerden kurtulmasını 

sağlar. Çıktı veya yanıtın, tek bir değer olarak 

tahmin edilmek yerine bir olasılık dağılımından 

alındığı varsayılır. Matematiksel olarak, 

tamamen olasılıksal bir model elde etmek için, 

yanıtın Gauss dağılımı olduğu varsayılır 

(Horel, 1962; Hoerl ve Kennard, 1970; Shi 

vd., 2016). Bu yöntemin hiyerarşik veri 

yapısıyla başa çıkma kabiliyeti yüksektir 

(Huang ve Abdel-Aty, 2010). 

XGBoost 

XGB, en popüler artırma ağacı 

algoritmalarından biridir. Problem çözmedeki 

yüksek performansı ve özellik mühendisliği için 

minimum gereksinimleri nedeniyle yaygın 

olarak kullanılmaktadır (Möller vd., 2016;  

Tamayo vd., 2016). Bu yöntem derin 

öğrenme algoritmalarıyla karşılaştırıldığında, 

XGB işlemci üzerinde çalışan küçük veri 

kümeleri için kullanımının daha kolay olduğu 

kabul edilmektedir. XGB’un üstünlüğü, ağaç 

oluşturmaya yönelik güvenilir amaç işlevinde 

saklıdır. Ayrıca, maksimum derinlik ve bölme 

eşiği gibi çeşitli etkili parametrelere hizmet 

eder. XGB iki aşırı uydurmadan kaçınma 

stratejisi  uygular:  büzülme  ve  sütun 

alt örneklemesi. Büzülme, bir ağacın model 

üzerindeki etkisinin çok büyük olmamasını ve 

sonraki ağaçlar için daha fazla alan 

sağlamasını sağlamak için tüm yaprakların 

puanlarının her yinelemede bir büzülme 

ağırlığını ile çarpacağını belirtir. Sütun alt 

örneklemesi, rastgele ormanla aynı şekilde, 

özniteliklerin   yalnızca   bir   kısmıyla   bir 

ağaç oluşturmaya olanak tanır (Chen ve 

Guestrin, 2016; Dong vd., 2020; Song vd., 

2020). 
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BULGULAR 

Türkiye’nin kuzeybatısında seçilen çalışma 

alanına  ait  1900-2023  yılları  

arasındaki büyüklüğü 3 ve üzeri olan 

depremlere ait katalog bilgileri kullanılarak, 

gelecekte olabilecek büyük depremlere ait 

deprem odak konumu ve derinliği tahmin 

edilmeye çalışılmıştır. Bu tahminleri 

yapabilmek için altı farklı makine öğrenme 

yöntemi kullanılmıştır. Önce eğitimler 

gerçekleştirilmiş, sonra eğitilen modeller 

kullanılarak testler gerçekleştirilmiştir.  

Çalışma alanında gelecekte olması muhtemel 

depremler 6 ve üzeri büyüklüktekiler (Mw) 

dikkate alınarak tahmin edilmeye çalışılmıştır. 

Yapılan çalışmalar sonucunda olası 

depremler için elde edilen tahmin sonuçları 

Çizelge 2’de verilmektedir. Bu tahmin 

sonuçlarının harita üzerindeki konumları Şekil 

4’te gösterilmektedir. Şekil 4’te harita üzerinde 

görüldüğü gibi büyüklüğü 6 ve üzeri 

olabilecek deprem tahminlerinin konumları, 

aktif fay segmentleri üzerinde veya KAFZ 

yakınındadır. 

BR ve EN yöntemlerinden elde edilen 

tahminlere ait koordinatlar fay segmentleri 

üzerindedir. XGB ve GB yönteminden elde 

edilen sonuçlar KAFZ’nun Marmara denizi 

içerisinden geçen kısmına oldukça yakındır. 

DVM yönteminden elde edilen sonuç ise 

Marmara denizi ortasında İmralı adası 

yakınlarındadır. Depremlerin faylanmalardan 

kaynaklandığı hipotezi çok uzun süredir kabul 

görmektedir (Evison, 1963). Bu hipoteze göre 

çalışmada bulunan tahmin sonuçlarının fay 

segmentlerine yakın olması sonuçların 

doğruluğuna katkı sağlamaktadır. Bununla 

birlikte bazı tahmin sonuçları sismik 

boşluklara da işaret ediyor olabilir (McCann 

vd., 1979). 

Deprem büyüklüğü 6 ve üzeri olabilecek 

depremler için elde edilen tahmin sonuçlarına 

ait performans metrikleri Çizelge 3’de 

verilmektedir. 

Çizelge 2. Büyüklüğü 6 ve üzeri olan deprem tahmin sonuçları 

Table 2. Earthquake prediction results with magnitude 6 and above 

Makine Öğrenimi 
Yöntemi 

Odak 

Enlem Boylam Derinlik (km) 

DVM 40.55442646 28.42908374 14.71953054 

GB 40.5427408 27.60509308 13.52770139 

EN 40.36743171 28.48630377 12.69927881 

BR 40.54068591 29.46539747 16.3778283 

XGB 40.658737 27.550915 10.055244 
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Şekil 4. Büyüklüğü 6 ve üzeri olabilecek depremlerin farklı makine öğrenim yöntemlerinden elde 

edilen tahmin sonuçları (Mavi renkli yer işaretleri: DVM, GB, EN, BR, XGB) 

Figure 4. Prediction results from different machine learning methods for earthquakes of magnitude 6 and 
above (Blue landmarks: DVM, GB, EN, BR, XGB) 

TARTIŞMA ve SONUÇ 

Depremleri önceden tahmin edebilmek can 

kaybını azaltmak için çok önemlidir. Bu 

nedenle geçmişten günümüze çeşitli bilimsel 

çalışmalar yapılmıştır. Yapay zeka yöntemleri 

ve onun alt dalı olan makine öğrenimi de son 

zamanlarda daha çok kullanılmaya başlanan 

yeni tahmin araçlarındandır. Deprem 

mekanizmasının karmaşık olması deprem 

tahminlerini çok zorlaştırmaktadır. Makine 

öğrenimi yöntemleri bu karmaşık mekanizmayı 

çok sayıda deprem verisini birlikte kullanarak 

günümüz bilgisayar teknolojisinin de 

yardımıyla daha tahmin edilebilir hale 

getirmektedir. 

Bu çalışmadan elde edilen sonuçlar 

incelendiğinde, farklı  performans  metriklerine 

göre tahmin başarıları değişmekle birlikte 

başarı oranları arasında büyük farklılıklar 

yoktur. RMSE metriğine göre enlem tahmin 

başarısı tüm yöntemlerde 0.50-0.54 

aralığında, boylam tahmin başarısı 2.09-2.14 

aralığında, derinlik tahmin başarısı ise 

9.55-9.85 aralığındadır. MAE metriğine göre 

enlem tahmin başarısı tüm yöntemlerde 

0.39-0.41 aralığında, boylam tahmin başarısı 

1.86-1.94 aralığında, derinlik tahmin başarısı 

ise 6.56-7.01 aralığındadır. Düzeltilmiş R2 

metriğine göre enlem tahmin başarısı tüm 

yöntemlerde 0.04-0.21 aralığında, boylam 

tahmin başarısı 0.61-0.69 aralığında, derinlik 

tahmin başarısı ise 0.08-0.15 aralığındadır. 

DVM ve EN yöntemi ile GB ve XGB 

yönteminden elde edilen odak koordinatları 

görece olarak birbirine yakındır. 
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Çizelge 3. Büyüklüğü 6 ve üzeri olabilecek depremlerin farklı makine öğrenim yöntemlerinden 

elde edilen tahmin sonuçlarına ait performans metrikleri 

Table 3. Performance metrics of estimation results obtained from different machine learning methods of 
earthquakes with magnitude 6 and above 

DVM GB EN BR XGB 

RMSE 

Enlem 0.54 0.51 0.51 0.50 0.51 

Boylam 2.09 2.12 2.13 2.09 2.14 

Derinlik 9.82 9.81 9.55 9.77 9.85 

MAE 

Enlem 0.41 0.40 0.39 0.39 0.40 

Boylam 1.86 1.92 1.94 1.90 1.93 

Derinlik 6.56 6.97 6.72 6.88 7.01 

Düzeltilmiş 

R2 

Enlem 0.21 0.05 0.05 0.04 0.05 

Boylam 0.61 0.66 0.67 0.61 0.69 

Derinlik 0.14 0.14 0.08 0.13 0.15 

Olası depremlerin odak derinlik tahminleri 

yaklaşık 10.05-16.42 km arasında 

değişmektedir. Tüm esnek hesaplama 

yöntemlerinde olduğu gibi bu çalışmada 

bulunan tahmin değerleri, performans metrik 

değerlerinden de anlaşılacağı gibi belirli bir 

güven aralığında değişkenlik göstermektedir. 

Bununla birlikte sonuçlar yöneticiler ve 

planlayıcılar açısından gerekli tedbirlerin 

alınması için önemli bilgiler sunmaktadır. 

Zaman içerisinde deprem katalog bilgilerinin 

artmasıyla tahmin başarı oranlarının 

yükselmesi de beklenen bir durumdur. 

Makine öğrenimi tahmin sonuçları birlikte 

değerlendirildiğinde deprem olma ihtimali olan 

yerler, Türkiye’nin kuzeybatı bölgesinde Bursa 

ili sınırları içerisinde İznik Gölü’nün kuzeyinden 

başlayarak batıya doğru Marmara adasının 

kuzeybatısına kadar yaklaşık 170 km’lik bir hat 

üzerinde odaklanmaktadır. Daha önce farklı 

yöntemler kullanılarak yapılan başka 

çalışmalarda da Marmara denizinde büyük bir 

deprem beklentisi olduğu bazı araştırmacılar 

tarafından dile getirilmiştir. Bu çalışmanın 

sonuçları da gelecekte Marmara denizi 

kıyılarında veya içerisinde 6 ve üzeri büyük 

depremler olabileceği ihtimalini 

güçlendirmektedir. Tüm bunların yanı sıra 

deprem mekanizmasının karmaşık yapısı 

itibariyle çok sayıda parametreye bağlı olduğu 

ve bu parametrelere ait tüm verinin elimizde 

bulunmadığı da unutulmamalıdır. Bu 

çalışmada sunulan tahmin sonuçları kullanılan 

deprem katalog bilgileriyle sınırlıdır. Aletsel 
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dönem öncesine ait veriler çok sınırlıdır ve bu 

çalışmada kullanılmamıştır. Depremlerin 

meydana gelme olasılıkları ve bunların dönüş 

periyotları farklı olduğundan deprem katalog 

verilerinin artması ve depremle ilişkili başka 

verilerin yada özelliklerin de kullanımıyla ileride 

daha doğru tahminler yapmak mümkün 

olabilecektir. 
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