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Ozet— Proteinler uzun aminoasit zincirlerinden olusur ve viicut kimyasini diizenlemekle birlikte hiicrelerin yapisi ve
aralarindaki iletisim i¢in oneme sahiptir. Bir proteinin hiicre bazindaki gorevini gergeklestirebilmesi i¢in, molekiilil
hiicredeki hedefiyle etkilesime girebilecek {i¢ boyutlu yaprya doniistiiren bir biikiilme siireci olan katlanma islemini
gerceklestirmesi gerekir. Sicaklik, agir metaller veya kimyasal durumlar gibi etkenler proteinlerin yanlis katlanmasina
sebep olabilir. Yanlis katlanan proteinler, viicuttaki gorevini yerine getiremez. Alzaymur, kistik fibrozis, deli dana
hastalig1 gibi hastaliklara sebep olabilir. Protein katlanmasi tanima islemi, biyologlar agisindan bir problem olarak
degerlendirilir. Literatiirde yer alan sablon tabanli yaklasimlara karsin yapay sinir aglari, protein katlanmasi probleminin
¢Oziimiine yonelik yiiksek basarim gosterir. Yapay sinir aglari, ele alinan problemin ¢6ziimii igin genis veri kiimelerinde
yer alan ve problemin ¢6ziimiine katki saglayacak bilgi kazanci yiiksek 6zellikleri kullanan bir hesaplama teknigidir. Bu
¢alismada SCOPe 2.06, SCOPe 2.07, SCOPe 2.08 veri setleri kullanilarak sablon tabanli yaklasimlardan elde edilen
sonuglarin yapay sinir ag1 yontemi ile birlestirilerek protein katlanmasi tanima iglemi gerceklestirilmistir. Gergeklestirilen
deneyler sonucunda yapay sinir ag1 yonteminin katkisi ile literatiirde yer alan sonuglarin iyilestirildigi goriilmiistiir. Bu
calisma ile biyoinformatik alaninda protein katlanmasi tanima probleminin ¢dziimiine yeni bir yaklasim sunularak
literatiire katki saglanmas1 amaglanmustir.
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Protein Folding Recognition by Artificial Neural Networks

Abstract— Proteins are made up of amino acid chains and are important for the structure of the cells and their
communication with each other, while regulating body chemistry. For a protein to perform its function on a cell basis, it
must perform the folding process that converts the molecule into a three-dimensional structure that can interact with its
target in the cell. Factors such as temperature, heavy metals or chemical conditions may cause proteins to be folded
incorrectly. Incorrectly folded proteins cannot perform their role in the body. Protein folding recognition is considered a
problem for biologists. Despite the template-based approaches in the literature, artificial neural networks show high
performance in solving the protein folding problem. Artificial neural networks are a computational technique that uses
high-specification knowledge in large data sets to help solve the problem that is being addressed and will contribute to
the solution of the problem. In this study, protein folding recognition was performed by combining the results from
template-based approaches with artificial neural network method using the Scope 2.06, Scope 2.07, Scope 2.08 datasets.
The results in the literature were improved by the contribution of the artificial neural network method because of the
experiments conducted. This study aims to contribute literature by introducing an innovative approach to the solution of
the problem of protein folding recognition in the field of bioinformatics.
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1. GIRIS (INTRODUCTION)

Proteinler, organizmalarin faaliyetlerinde o6nemli rol
oynayan bilesenlerdir. Bir proteinin islevi, diger
proteinlerle etkilesime girmesi ve katlanmasiyla belirlenir.
Proteinlerin gorevleri ve birbirleriyle etkilesimleri,
proteinlerin  yapilarmin  smiflandirilmasit  agisindan
onemlidir. Proteinlerin {igiinciil yapilariin tanimlanmasi,
protein fonksiyon gdsterimi, ila¢ tasarimi, molekiiler
biyoloji gibi alanlar i¢in en 6nemli gorevlerden biridir.
RNA (Riboniikleit asit) *ya kopyalanan genetik bilginin bir
protein veya protein zinciri haline doniigmesi sirasinad, her
protein lineer bir amino asit zinciri veya sabit bir ig
boyutlu yapisi olmayan rastgele bir bobin olarak
sentezlenir. Zincirdeki amino asitler, sonunda iyi
tanimlanmig, katlanmig bir protein olusturmak igin
birbirleriyle etkilesime girer. Aminoasit dizileri
proteinlerin ii¢ boyutlu yapilari1 belirler. Protein
katlanmasi, proteinlerin dizileri ile yapilar1 arasindaki
iliskiyi aciklar. Bir polipeptit zincirinin biyolojik olarak
aktif bir protein haline gelmesi i¢in katlandigi siirece
protein katlanmasi denir. Proteinlerin katlanma yapilari,
fonksiyonlarinin taninmasi igin 6nemli rol oynar. Amino
asit dizilerindeki genis ¢esitlilik ise protein yapisindaki
farkli konformasyonlar1 agiklar. Mevcut durumdaki
konformasyonda proteinler kararliligini  siirdiirdigii
takdirde kendilerine ait gorevleri yerine getirebilmektedir.
Bu gorevler biyolojik islemlerin dogru sekilde
devamliligint saglar.

Bir proteinin genel katlanma tiiriiniin karakterize edilmesi
onemli bir etkendir. Proteinin yapisal smifinin ilk tanimi
1976 yilinda Levitt ve Chothia tarafindan yapilmistir.
Birinci asama (a), az miktarda iplikten olusur. ikinci
asamada (P), proteinler dort yapisal siniftan ve az sayida
sarmaldan olusur. Ugiincii asama (a/f), sarmallardan ve
paralel dizilerden olusur. Son agama (o+f) ise sarmallardan
ve paralel olmayan dizilerden olusur [1]. Proteinlerin
yapisal sinifi veya katlanma tiirii, molekiiler biyoloji
alaninda Onem tasir. Proteinlerin, dizi kimliklerinden
bagimsiz olarak katlanma tiirii sayesinde {i¢ boyutlu yapisi
tespit edilebilmektedir [2].

Sicaklik, agir metaller veya kimyasal olaylar gibi etkenler
proteinlerin  yanlis katlanmasina sebep olmaktadir.
Proteinlerin  yanlis katlanmasi, hastaliklara sebep
olabilmektedir. Ornegin, bazi kanser tiirleri p53 ismi
verilen proteinin, bu protein kanser proteini olarak da
adlandirilmaktadir, yanhs katlanmasi sebebiyle meydana
gelmektedir [3]. Beyin hiicrelerindeki proteinlerin yanlig
katlanmasi1 ve kontrol edilemez boyuta ulasmasi
sonucunda alzaymir ve deli dana hastaligi meydana
gelmektedir. Protein katlanmasimin dogru tahmini, yanlis
katlanma sonucu meydana gelen hastaliklarin erken ve
hizli teshis edilmesi agisindan 6nem tagimaktadir.

Protein katlanmasi tanima, hedef proteinlerin sadece
sekans bilgilerine dayanarak bilinen protein yap1
sablonlarma goére siniflandirmayr  amaglayan  bir
problemdir. Sablon tabanli yaklasimlardan elde edilen
sonuglarin iyilestirilmesi amaciyla bu yaklasimlar makine
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Ogrenmesi ya da derin Ogrenme yontemleri ile
birlestirilebilmektedir.  Calismamizda da  protein
katlanmasi tiirlerinin, yapay sinir aglar1 kullanilarak tespit
edilmesi ile literatiirde yer alan sonuglarn iyilestirilmesi
amaclanmistir. Calismamizin protein katlanmasi tanima
icin zaman ve dogruluk degerleri kriterleri agisindan
olumlu y6nde katki saglayacagi 6ngoriilmektedir. Hedef ve
sorgu protein  dizileri arasinda sablon tabanli
yaklagimlardan elde edilen tg¢ farkli benzerlik puam
yontemine ait sonuglar kullanilmigtir. Benzerlik puanlari,
yapay sinir aglari ile egitilerek elde edilen sonuglar
literatiire sunulmustur.

2. LITERATUR (RELATED WORK)

Biyoloji ve tip alaninda yapilan caligmalarin giiniimiize
yaklastik¢a bilgisayar bilimleri yontemleri ile birlestirildigi
calismalarin yayglagtigi gorilmiistiir [4,5,6,7]. Protein
katlanmasi tanima problemi i¢in bilgisayar bilimleri ile
birlestirilerek yapilan ¢ok sayida galisma mevcuttur.
Protein katlanmasi tanima iglemi proteinlerin 3 boyutlu
yapilariyla iligkilendirilmektedir. Bu dogrultuda protein
yapisinin protein sekanslari {izerinden tahmin edilmesi,
problemin énemi ve iyi tanimlanmig hesaplamali temelleri
sebebiyle uzun siiredir arastirmacilar tarafindan
incelenmektedir. Bu ¢aligmalar bilgisayar bilimleri ile
birlestirilerek yeni bir caligma alani olusturmustur. Makine
6grenmesi yontemleri ile protein yapisinin tahmin edilmesi
ile ilgili ¢aligmalar yapilmigstir. Derin artik aglar protein
yapilarinin  tahmini i¢in yaygin olarak kullanilan
yontemlerden biridir. Ornegin, ResNet mimarisi birgok
calismada yer alan sistemler i¢in taban kabul edilen mimari
olmustur. Calismalar sonucunda ResNet mimarisinin giiglii
oldugu ve sonuglar1 iyilestirdigi literatiire sunulmustur [8].
Protein katlanmasi tanima problemi igin matematiksel
temellere dayali geleneksel yontemler literatiirde yer
almaktadir. Belirli algoritmalar kullanilarak sablon tabanli
yaklasgimlar  ile katlanma tirli tanima  islemi
gergeklestirilmigtir. Bu yaklasima sahip caligmalardan
birinde yerel uyarlanabilir komsu baglantisi (local adaptive
neighbor connection) yontemi kullanilmigtir. 23 farkli
protein kullanilan calismada yerel uyarlanabilir komsu
baglantis1 yonteminin 18 protein i¢in en yiiksek kalite
degerine sahip oldugu, 12 protein igin ise ya en hizli ya da
en hizli ikinci performansa sahip oldugu goriilmiistiir [9].
Makine  ogrenmesi  yontemleriyle — gergeklestirilen
calismalarin  bagaris1 sayesinde biyoinformatik alam
literatiirde ve arastirmalarda giincelligini korumaktadir.
Protein katlanmasi tanima problemi de bu kapsamda yer
almaktadir. Protein katlanmasi ile ilgili calismalardan
birinde SPARKS-X (Diziden Yapi Tahmini - Structure
Prediction from Sequence), HHblits (HMM-HMM tabanli
151k hizinda yinelemeli dizi arama - HMM-HMM-based
lightning-fast iterative sequence search) ve DeepFR (Derin
Katlanma Tanima - Deep Fold Recognition) sablon tabanl
yaklagimlarindan benzerlik puanlar1 elde edilmistir.
SPARKS-X, sorgunun tahmin edilen tek boyutlu yapisal
ozellikleri ile sablonlarin karsilik gelen dogal 6zellikleri
arasinda olasiliga dayali eslestirmeyi kullanarak geligsen bir
protein katlama tanima ve sablon tabanli modellemedir.
HHblits ise protein yapisinin ve iglevinin diziye dayal
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dogru tahmini igin gelistirilmis Gizli Markov modeli
tabanli yinelemeli bir dizi arama yontemidir. DeepFR ise
stiper aile ve katlanma seviyelerinde protein katlanmasi
tanima i¢in derin evrisimli sinir ag kullanan bir
yaklagimdir [10]. Elde edilen benzerlik puanlari, global bir
Ozellik matrisinde birlestirilmistir. Proteinlerin  dizi
yapilarindan elde edilen benzerlik matrisi, destek vektor
makinesine egitim verisi olarak verilmistir. Bu yaklagima
TSVM-fold ismi verilmistir. Destek vektér makinesi
yontemi icin farkli ¢ekirdek fonksiyonlart kullanilarak
yapilan ¢aligmada en yiiksek dogruluk degeri %63 olarak
elde edilmigtir [11]. Sablon tabanli yaklasimlarla protein
katlanmas1 tanima konulu bagka bir c¢alismada ise
SPARKS, FOLDpro, SPARKS-X ve BoostThreader
yontemleri kullanilmigtir. Calismada kullanilan sablon
tabanli yaklagimlardan elde edilen dogruluk degerleri
strastyla %47.7, %48.8, %67, %57.4 olarak elde edilmistir
[12]. Makigaki ve Ishida’nin gergeklestirmis oldugu
calismada FFAS (Katlama ve Islev Atama Sistemi - The
Fold and Function Assignment System), HHPRED ve
SPARKS-X sablon tabanli yaklagimlar kullanilarak
sirastyla %47, %47, %52 benzerlik puant elde edilmistir
[13]. HHPRED, protein homoloji tespiti ve yap1 tahmini
icin etkilesimli sunucudur [14]. Bin Liu ve digerlerinin
calismasinda ise ¢oklu dizi hizalamasi yaklasimi, destek
vektor makinesi yontemi ile birlestirilmistir. SCOP veri
tabanimnin 1.67 versiyonu kullanilmis ve %78 dogruluk
degeri elde edilmistir [15] Sudha ve digerleri EDD, DD,
TG, RDD veri setleri {lizerinde yapay sinir ag1 yontemini
kullanarak protein yapisal siniflandirmasi ve katlanmasi
tanima igin yeni bir yontem Onermislerdir. Daha once
yapilan ¢aligmalardan elde edilen Ozniteliklerin farkli
kombinasyonlar1 kullanilarak yapay sinir agi yontemini,
destek vektor makinesi ve Bayes yontemi ile elde ettikleri
deneysel sonuglarla karsilagtirarak yapay sinir agi
yonteminin yiiksek basarim elde ettigi sonucunu
sunmuslardir. EDD, DD, TG ve RDD veri setlerine ait
veriler yapay sinir aglart ile egitildiginde elde edilen
dogruluk degerleri sirasiyla %83, %76.6, %76, %73.3
olmustur [2]. Wei ve Zou’nun ¢alismasinda n adet 6zellik
temsili i¢in n adet tekli siniflandirici egitilerek topluluk
smiflandirict stratejileriyle birlestirilmistir. Calismada 5
farkli veri seti topluluk siniflandirici yontemi ile protein
katlanma smiflarima ayrilarak elde edilen sonuglar
karsilastirilmigtir. Calisma sonucunda DD veri setinin
dengesiz oldugu, SCOP veri tabaninin ise fazla sayida
katlanma tiirii igermesi sebebiyle kisitlar olusturdugu
sunulmustur. ProFold sistemi, topluluk siniflandirici
yontemi kullanilarak %76.2 deger ile en yiiksek dogruluk
degerine sahip olmustur [16]. Bagka bir caligmada ise

proteinlere  ait  aminoasit  Ozelliklerinin  farkli
kombinasyonlar1  kullanilarak  ¢alismanin  basarimi
degerlendirilmistir. Bu c¢aligmada goreli temas sirasi

modeli ve sabit parametreler kullanilarak, mutlak temas
siparisi modeli ve sabit parametreler kullanilarak, bagil
temas siras1 modeli ve degisken parametreler kullanilarak,
mutlak temas sirast modeli ve degisken parametreler
kullanilarak farkli deneyler gerceklestirilmistir. Bu
deneyler sonucunda en yiiksek korelasyon degerine sahip
deney mutlak temast sirasi modeli ve degisken
parametreler kullanilarak elde edilmistir [17]. Protein
katlanmas1 ve dinamigi ile ilgili ¢aliymalardan bazilar
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verilerden elde edilen bilgilerin makine 6grenmesi
yontemleri kullanilarak simiile edilebilmesine yoneliktir.
Proteinlerdeki yar1 kararli durumlarin  ve bunlarin
istatistiklerinin ¢ikarilmasi i¢in Markov Durum Modelleri
(Markov State Models) kullanilmaktadir.  Protein
katlanmasi ve agilmasimmin hizli siimilasyonu, protein
dinamikleri hakkinda da hizli bir sekilde bilgi edinilmesini
saglamaktadir. Yapilan c¢alisma makine &grenmesi
yontemlerinin  siklikla  kullanilmasa da  ¢alisma
sonuglarinda iyilestirme sagladigini géstermistir [18].

3. MATERYAL VE METODLAR (MATERIAL AND
METHODS)

Bu béliimde ¢alismada kullanilan veri seti, veri setlerinde
mevcut olan ve c¢alismada kullanilan 6znitelikler,
calismada kullanilan yapay sinir aglart yontemi
aciklanmistir.  Yapay sinir aglar1  yontemine  ait
fonksiyonlar ve algoritmalar agiklanmistir. Modelin
basarim Ol¢iitlerine yer verilmistir.

3.1. Veri Seti (Dataset)

Calismamizda SCOPe veri tabaninda yer alan veri setleri
kullanilmistir. SCOPe, Berkeley Laboratuvarlarinda
gelistirilen bir veri tabanidir. Proteinlerin yapisal
siiflandirilmast amaciyla olusturulmug olup proteinlerin
yapisal iligkilerine ait veriler yer almaktadir. SCOPe veri
tabani, protein yapilarini ve dizilerini analiz etmek icin
olusturulmustur. Proteinler arasindaki yapisal ve evrimsel
iliskilerin dogru, ayrintili ve kapsamli bir tanimim
saglamay1 amaglamaktadir. Protein akrabaliklar1 ve protein
kivrimlarina iligkin genis bir arastirma sonucu olusturulan
SCOPe wveri tabani, Ozellikle protein dizilerinden
taninmayacak kadar eski olan veriler hakkinda giivenilir
bilgiler saglayarak, aragtirmalar ve siniflandirma i¢in bir
gergeve olusturmaktadir [19]. Bu ¢alismada SCOPe veri
tabaninin 2.06, 2.07 ve 2.08 versiyonu kullanilmistir.
SCOPe 2.06 veri setinde 244.332 adet veri ve 1431
katlanma tiirti, SCOPe 2.07 veri setinde 276.231 adet veri
ve 1457 adet katlanma tiirii, SCOPe 2.08 veri setinde
344.848 adet veri ve 1485 adet katlanma tiirii mevcuttur.

. Hedef protein dizisi

Protein katlanma tiirii

2" ¢ ¥
s e

ailesi
Pozitif egitim 6rnekleri  Pozitif test ornekleri

Negatif egitim ve test ornekleri

Sekil 1. SCOP veri setinin simif yapisi [11].
(The structure of SCOP dataset)
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Sekil 1’de SCOPe veri setinin sinif yapisina gore protein
katlanma tiirli, protein siiper ailesi ve protein ailesi
smiflandirmasinin nasil yapildigina iligkin goésterim yer
almaktadir.

3.2. Ozellik Secimi (Feature Selection)

Ozellik segimi mevcut veri kiimesinin en iyi temsilini
olusturan alt kiimenin belirlenmesi olarak
tanimlanmaktadir. Veri tabanindaki 6zellik sayisi
azaltilarak veri boyutunun azaltilmasim saglar. Ozellik
secimi igin bilgi kazanimi (information gain) ydntemi
kullanilmistir. Karar agaglari, kok diigimden baslanarak
asagiya dogru karar verici yonlendirmeler ile olusturulan
agaclardir. Agaci insa etmek i¢in entropi kullanilmaktadir.

Aslinda kullanilan yontemi entropi olusturmaktadir.
Entropiyi kullanan bu yonteme bilgi kazanimi
denmektedir.  Entropi, tamimlandigi her alandaki

diizensizligin Slgiilmesi i¢in kullanilmaktadir. Denklem
1’de entropi formiili verilmistir. Entropi H semboliiyle
gosterilmektedir. H, bir bilginin bir ortamdaki
diizensizligini  belirlemek i¢in kullanilmaktadir. Bu
noktada bilginin ayni tek diize yapida akmasi diizensizligi
ortadan kaldirir. Entropi formiiliinde n verinin miktarini ve
p; ise ilgili verinin olma olasiligini ifade etmektedir. Bilgi
kazanim: ise durumlar arasi entropi farkindan
olusmaktadir. Denklem 2’de ise bilgi kazanimina ait
formiil verilmistir.

H=-> plog(p) (1)
i1

Bilgi Kazanimmi (S,A)=H(S)- z p(HH(®)
teT @
=H(S)-H(S | A)

3.2.1. DM Puani (DM Score)

Calismada egitilmek tizere, SCOPe veri setlerinde yer alan
proteinlere ait Ozelliklerden bilgi kazanimi sonucunda
yliiksek puana sahip 6zellikler secilmistir. Bu 6zelliklerden
biri DM puanidir.

Protein diziliminin analizi ve yapilarinin kargilagtiriimasi
ile protein katlanma tiirii siniflandirilir [20]. Katlanma tiirti,
proteinlerin ikinci asamada karsilik gelen yapilarinin
kararligina gore smiflandirtlmigtir.  Korunan ortak
¢ekirdegin ¢oklu yapisal hizalamasi ile karsilik gelen
dizilerin korelasyonu tartigilmastir.

Bir proteinin yapisi, proteinlere ait molekiillerin farkli
kisimlarinda katlanma sonucu gosterecegi degisiklige ait
atomik koordinatlarin listesi sayesinde elde edilmektedir
[21]. Bir proteine ait yiizeyin bagil konumu, proteinin
goreviyle yakindan iligkilidir; yilizeye ait parcalar diger
molekiillerle dogrudan etkilesime girer. Proteinlerin yapisi
itibartyla birbirlerinden farkli gorevleri gerceklestiren
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gruplarin vermis oldugu kimyasal tepkimeler, proteinlerin
tepkimeye girdigi arayiizle iliskilerine baghdir. Lee ve
Richard algoritmasinda protein yapisinda bulunan her bir
atom veya atom grubu, tanimlandig1 boyutta (¢oziicii veya
coziinen) bir molekiile erigsebilme yeteneginin listesi
sayesinde diizensiz yiizeyin agiklamasi yapilir [21].
Hesaplamalar baz alindiginda titresimler ya da esneklik
hakkinda hicbir bilgi yansitmayan proteinin koordinat
listesinde, tiiretilen sayilar statik erigilebilirlige sahiptir. Bu
tir sayilarin, kimyasal verilerin yorumlanmasi i¢in
koordinatlarin kendisinden daha yararli olacagt ©ne
sirilmistiir.

Gelistirilen bilgisayar programlar1 ile bir protein
molekiiliiniin icinde en az bir ¢oziici molekiilii
barindiracak biiyiikliikteki bosluklar tespit
edilebilmektedir. Bu, protein bdliimlerinde igbiikey

egrilige sahip tiim erisilebilirlik yiizeylerini yalitarak ve bu
icbiikey yiizeyin i¢ginden molekiiliin digina giden bir kanala
sahip olanlar1 ortadan kaldirarak yapilmaktadir [19].
Aminoasit kalintilarmin temsil ettigi kiimenin bir alt
kiimesini belirlemek igin, her bir koordinat veri kiimesinde
analiz  gerceklestirilmistir. Kimyasal  ¢oziiciiniin
erisebildigi temas yiizey alani, Richmond ve Richards'in
(1978) algoritmas1 kullanilarak, o katlama birimi
cevresindeki her atom igin hesaplanmistir. Katlama ve
islev icin gerekli olan ligandlar, merkezi bir metale
baglanan bir atom veya molekiil, erisilebilirlik
hesaplamasina dahil edilip gruplara bagli inhibitorler dahil
edilmemistir [21].

Her atom igin angstrom karesi cinsinden erisilebilirlik
hesaplamasi elde edildikten sonra, ana zincir ve yan zincir
icin kalmtilar toplanmistir. Yan zincir boyutundaki
varyasyon ve dolayisiyla yiizey alanindaki varyasyonlar,
genisletilmis bir konformasyon i¢in erisilebilir yiizey alan1
teorik olarak hesaplanmistir ve toplamlar
normallestirilmistir [21]. Daha sonra ¢06ziicii molekiille
etkilesime giren yan zincirin yiizdelik degerleri elde
edilmistir [22].

Lee ve Richards algoritmasi ile Hubbard ve Blundell
yaklagimi birlestirilerek proteinlere ait DM puani elde
edilmigtir [22].

3.2.2. SP Puani (SP Score)

Bilgi kazanimi denklemi (Denklem 2) ile hesaplama
yapildiktan sonra yiiksek puana sahip olarak segilen diger
ozellik ise SP puanidir. Bu yaklasimda protein dizilerinin
karsilastirilmasi i¢in uzak homolog proteinlerin, protein
veri bankasinda yer alan; molekiillerin yapisal olarak
bilinen protein alanlar1 ve zincirleri i¢in hesaplanan yapisal
hizalamalarinin tutuldugu DASH veri tabani kullanilmistir.
Olgiim sistemleri analizi kullanlarak SP puani hesaplanip
literatiirde yer alan diger Olgiimlere gore %10 civarinda
iyilesme elde edildigi gorilmistir [23]. DASH
hizalamalar1 6nceden hesaplandigindan ek hesaplama
maliyeti ve ek ag yiikiinden tasarruf saglanmistir. MAFFT-
DASH yaklagimi, son kullanici yiikiinii azaltarak siralama
ve yapisal hizalama bilgilerini entegre etmenin oldukga
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uygun ve verimli bir yolunu sunmaktadir. Ayrica diigiik
hesaplama maliyetleri ile dogru hizalamalar saglamaktadir.

3.2.3. CL Puani (CL Score)

Bilgi kazanimi yontemi ile en yiiksek puana sahip olan
icilincii 6zellik CL puant olmustur. CL puanmi ¢alismada
kullanilmak tizere segilmistir. DM puani, SP puani ve CL
puanlart kullanilarak protein katlanmasi tanima islemi
gergeklestirilmistir.

Biyokimya alaminda bir biyomolekiile baglanarak
kompleks yap1 olusturan bilesiklere ligand denir. Ligand
molekiiller genellikle hedef proteinlerdeki baglanma
yerlerine iyonik baglar, hidrojen baglar1 veya Van der
Waals giigleri ile baglanir [24]. Protein-ligand
kompleksleri ise kristal yapilarindaki artis ile kanonik
olmayan etkilesimlerin anlagilmasma yardime1 olmustur.
Bu etkilesimler sayesinde kristal yap1 veri tabanlarinin
kapsamli analizi ile kanonik olmayan etkilesimlerinin yeni
bir puanlama sistemiyle yeni bilgiler edinilmesi ve
fonksiyonlarinin  gelistirilmesi  saglanmistir. ~ Yapilan
calisma sayesinde ligandlarda Cl grubunun aromatik
halkaya baglandigt bulunmustur [25]. Protein-ligand
komplekslerinin Cl etkilesimleri analiz edilerek protein
veri bankasi i¢in yeni bir puanlama yontemi ortaya
konmustur. Bu sayede etkilesimlerin dogasi ve Cl
etkilesimlerinin geometrisi anlagilir hale gelmistir [25].
Cl puani sayesinde protein katlanmasi sirasinda olusan
kompleks yapilarin anlasilir kilinmasi amaglanmaistir.

3.3. Yapay Sinir Aglar: (Artificial Neural Network)

Yapay sinir aglari, insan beyninin ¢alisma seklinin
bilgisayar ortamina uyarlanmasi olarak tanimlanir.
Insanlara benzer sekilde deneyim kazanarak ve uygun
metotlarla 6grenir. Yapay sinir aglari, verilerdeki kaliplari
ve iliskileri tespit ederek bilgileri toplar [26]. Noronlar,
hiicre isleyisinin kontroliinii saglayan gekirdek, hiicreye
bilgi tastyan dentrit ve sinyali uzaga tagiyan akson olarak
adlandirilan hiicre govdesinden olugmaktadir (Sekil 2).
Impulslar akson boyunca sinapsa, bir noron ile bir sonraki
arasindaki baglantiya geger ve sinyaller birinden digerine
ya hep ya hi¢ seklinde iletilir [26]. Noéronlar, birbirlerine
tamamen baghidir ve 6grenme, tahmin etme ve tanima
yetenegine sahiptir [26].

———— Dendrit

Ml Hiicre
Cekirdek ~~ govdast
Akson — =
———— Miyelin kilif

Sekil 2. Noéron yapisi [27].

(Structure of a neuron)
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Yapay sinir agi, sinir yapisini olusturan katsayilar
(agirliklar) ile baglantili yiizlerce tek birimden, yapay
ndronlardan olusan biyolojik olarak esinlenilmis bir
hesaplama modelidir. Yapay sinir aginda bulunan her bir
verinin kendisine ait agirliklari, transfer edilme siireci ve
trettigi sonug (¢ikt1) degeri vardir. Yapay sinir aglari girdi
katmaninda bulunan verilere bagli olarak ¢ikt1 iireten bir
denklem olarak da tanimlanir. Baglanti agirliklar: sistemin
hafizasini temsil ettigi igin yapay sinir aglarina baglantici
modeller de denir. Tasarlanmig birgok sinir ag: tiri vardir
ve hepsi noronlarinin transfer fonksiyonlari, 6grenme
kurali ve baglant1 formiilii ile tanimlanabilir [26].

Yapay noronlar uyarici veya engelleyici girdiler alabilir.
Uyarict  girdiler, bir sonraki néronun toplama
mekanizmasinin eklenmesine neden olurken, engelleyici
girdiler c¢ikarilmasina neden olur. Bir ndron ayni
katmandaki diger néronlari da inhibe edebilir. Buna lateral
inhibisyon denir. Ag, en yiiksek olasilig1 se¢gmek ve diger
olasiliklar1 engeller [28].

Sekil 3. ileri beslemeli ag [29].

(Feedforward network)

Geri bildirim, bir katmanin ¢iktisinin bir 6nceki katmanin
girigine veya ayni katmana geri yonlendirildigi baska bir
baglanti tiiridiir. Ileri beslemeli mimaride ise girdi
katmanindan ¢ikti katmanina dogru ileri baglantilar
mevcuttur. Geri doniis yapilmaz. Bu nedenle onceki ¢ikti
degerlerinin kayd1 tutulmaz (Sekil 3) [29].

Geri besleme mimarisi ise ileri besleme mimarisinin aksine
¢iktt katmanindan girdi katmaninda bulunan noronlarla
baglant1 kurabilir. Her néronun egitim sirasinda belirli bir
hata degerine sahip olmasi olasidir. Geri beslemeli aglar
onceki durumda elde edilen sonuglar1 hafizasinda tutar
(Sekil 4). Onceki sonuglarn hafizada tutulmas: sebebiyle
bir sonraki durum mevcut giris sinyallerinin yan1 sira agin
onceki durumlarina baghdir [29].

Sekil 4. Geri beslemeli ag [29].
(Feedback network)
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Caligmamizda kullanilan yapay sinir ag1 yapist bir adet
giris katmani, 3 adet gizli katman ve bir adet cikti
katmanindan olusmaktadir. Sekil 5’te temsili gdsterimi

verilmistir. NoOron ve parametre sayilar1 Tablo 1°de
verilmistir.
Girdi Katmani Gizli Katmanlar Cikti Katmani
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Sekil 5. Yapilan ¢aligmanin yapay sinir ag1 mimarisinin
sematik gosterimi [30]
(Schematic representation of the artificial neural network architecture of
the study)

3.3.1. Aktivasyon Fonksiyonu (Activation Function)

Tarihine bakildiginda, sigmoid fonksiyonu, ¢ok katmanh
algilayict ve Boltzmann Makinesi gibi yapay sinir
aglarinda noronlarm aktivasyon islevi olarak siklikla
kullanilmistir [30]. Sigmoid fonksiyonu veya tanjant
hiperbolik fonksiyon gibi aktivasyon fonksiyonlarinda hata
degeri minimum hale getirilmek istendiginde gradyan
degeri sifir olabilmektedir. Gradyan degerinin sifir olmasi
problemine, kaybolan gradyan problemi denmektedir.
Kisitl Boltzmann Makinesini yontemine ait bu problemin
¢ozlimiine yonelik olarak Nair ve arkadaslar1 dogrultulmus
dogrusal birimleri (ReLU) tanitt1 [31].

Glorot, gizli katmanlar igin uygulanan aktivasyon
fonksiyonunun  ReLU  fonksiyonu olarak tercih
edildiginde, fonksiyonun kullanildig1 derin sinir aglarinin
ogrenme hizimin arttigini sdylemistir. ReLU, derin sinir
aglart i¢in standart olarak kullanilir [32]. Kaybolan
gradyan sorununun ReLU aktivasyon fonksiyonu
kullanilarak 6nlenebilecegi gorilmiistiir [32].

ReLU fonksiyonunun temel avantaji ayni anda tim
noronlart aktive etmemesidir. Bir noron, negatif deger
tirettiginde ReLU fonksiyonu néronun aktive edilmemesini
saglamaktadir. Bu sebeple ¢ok katmanli sinir aglarinda
ReLU aktivasyon fonksiyonu kullanilabilmektedir.
Calismamizda gelistirilen model ise giris katmani, 3 adet
gizli katman ve ¢ikti katmanindan olugmasi sebebiyle
ReLU aktivasyon fonksiyonu kullanilmustir.

3.3.2. Kaywp Fonksiyonu (Loss Function)

Yapay sinir aglarimin  basarimini  degerlendirme
yontemlerinden biri kayip fonksiyonunun degeridir.
Egitilen modelin tahmin ettigi degerler ile gergekte bilinen
degerler arasindaki fark ile ifade edilir. Elde edilen deger
sayesinde modelin ne kadar gelistirebilecegi hakkinda bilgi
sahibi olunmasini saglar [33].
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Calismamizda kayip fonksiyonu olarak kategorik ¢apraz
diizensizlik fonksiyonu (categorical cross entropy)
kullanilmigtir. Capraz entropi hata fonksiyonu, egitim
esnasinda olusabilecek yavaslamalarin Oniine gegmek
amaciyla kullanilan bir fonksiyondur.

Aktivasyon fonksiyonlarinin ardindan kayip fonksiyonlari
kullanilmaktadir. Calismamizda ¢oklu siniflandirma
gerceklestirildigi igin kategorik capraz entropi (KCE)
kayip fonksiyonu kullanilmistir. Aktivasyon fonksiyonlart
¢iktt olarak her bir sinifin olasilik degerini verir.
Fonksiyon ¢iktist sifir ile bir arasinda deger almaktadir. Bu
esitlik kullanilarak sifirdan biiyiik ve ag ¢iktisinin beklenen
degere yakin oldugu durumlarda entropinin sifira yakin
oldugu gorilmektedir [34].

1 p
KCE=- " dylog(ya) 3

q=1 k=1

Denklem 3’te kategorik ¢apraz entropi kayip fonksiyonu
verilmistir. Denklemde yer alan p, sinif etiketi sayisini; 1
ise veri sayisini temsil etmektedir. Fonksiyon ¢iktilari O ile
1 araliginda oldugundan yg, [0,1] araligindadir. dg
degerleri gergek degerleri, yq degerleri tahmin degerlerini
temsil etmektedir.

3.3.3. Optimizasyon Algoritmasi (Optimization Algorithm)

Yapay sinir aglarinin hata oranini en aza indirgemek i¢in
optimizasyon algoritmalar1 kullanilmaktadir. Ogrenme
islemi, filtre katsayilar1 ve katmanlar arasi agirlik
degerlerinin veriyi temsil eden uzayinda optimum olarak
belirlenmesiyle gerceklesmektedir. Calismamizda,
optimum ¢dziime ulagsmada iyi performans gosteren Adam
optimizasyon algoritmasi, Ogrenme algoritmasi olarak
secilmistir [35].

3.4. K-Katlamali Capraz Dogrulama (K-Fold Cross

Validation)
K-Katlamali Capraz dogrulama yontemi modelin
degerlendirilmesinde kullanilan yontemlerden biridir.

Asir1 6grenme (over fitting) ve eksik 6grenmenin (under
fitting) tespit edilmesini saglamaktadir. Asirt 6grenme
meydana geldiginde model egitim veri seti igerisindeki
fonksiyonel oOriintiiniin yani sira giiriiltiili verileri de
Ogrenir. Buna ezberleme de denmektedir. Ezberleme ise
modeli egitim veri setine bagli kilar bu sebeple model yeni
veriler lizerinde bagarili tahminde bulunamaz [36]. Eksik
O0grenme ise modelin veri setindeki Oriintiileri eksik
O0grenmesinden kaynaklanmaktadir. Eksik  6grenme
modelin genelleme yapmasina sebep olur. Asir1 6grenme
ve eksik dgrenme zayifliklarinin 6niine ge¢mek igin k-
katlamali ¢apraz dogrulama yontemi kullanilmaktadir [37].

Sekil 6'daki akis semasi, k-katli ¢apraz dogrulamanin,
verileri rastgele K gruplara bdlerek basladigini ve ardindan
her grup icin asagidaki iglemlerin gergeklestirildigini
gostermektedir [38].
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Oncelikle veri seti iizerinde K adet pargaya boliinmiis
veriler igerisinden bir adet alt kiime belirlenerek test
kiimesi olusturulur. Kalan K-1 parca ise egitim kiimesi
olarak kullanilir [38]. Bu islem K kez tekrarlanir. Her
iterasyonda siradaki alt kiime test verisi olarak kullanilir.

D7 l Ds | eee | Dk

D7 l Ds | e | M

D7 l Ds | vee | Do

o oo oo oo 6]~ [0

o [o o [o o ]o]o]o

Sekil 6. K-Katlamali ¢capraz dogrulama siireci gosterimi
(Sar1 renkli kareler test veri setini, beyaz renkli kareler

egitim veri setini temsil etmektedir.) [38]
(The main process of K-fold cross-validation)

3.5. Basarim Olciitii (Performance Measure)

Yapay sinir aglarinin basarimint degerlendirmek igin
kullanilan 6l¢iitlerden biri de dogruluk degeridir. Dogru
smiflandirilan 6rnek sayisinin toplam O6rnek sayisina
boliinmesi ile dogruluk degeri elde edilir. Yanlis
smiflandirilmig 6rnek sayisinin toplam ornek sayisinda
boliinmesi ile de hata orani elde edilir.

DP+DN

Dogruluk = —————— 4
Hata orami = 5

Denklem 1 ve Denklem 2’de yer alan DP, dogru pozitif;
DN, dogru negatif; YP, yanlis pozitif ve YN, yanlis negatif
anlamlarini tagir.

4. BULGULAR (RESULTS)

Calismamizda SCOPe 2.06, SCOPe 2.07 ve SCOPe 2.08
veri setleri yapay sinir ag1 yontemleri kullanilarak
egitilmistir. Degerlendirme o6lgiiti olarak K-katlamali
capraz dogrulama yontemine ait dogruluk degerleri
alinmistir. Katlama sayisi igin 5, 10, 15 ve 20 degerleri ile
deneyler gercgeklestirilmistir. Gergeklestirilen deneyler
sonucunda dogruluk degeri en yiiksek K degeri secilmistir.

Calismamizda kullanilan modelde yapay sinir aglarina ait
néron sayisi, parametre sayisi, kaylp fonksiyonu,
aktivasyon fonksiyonu ve optimizasyon algoritmas1 Tablo
1’de verilmistir.
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Tablo 1. Scope 2.06 veri seti igin ¢aligmada kullanilan

modele ait parametreler
(Parameters of the model used in the study for the SCOPe 2.06

dataset)
Birinci | lkinci | Ugiincii
Girig Gizli Gizli Gizli Cikt1
Katmam | Katman | Katman | Katman | Katmam
Noron Sayis1 7 32 64 128 1430
Parametre
Sayis1 0 256 2112 8320 184470
Kayip Kategorik Capraz Diizensizlik Fonksiyonu
Fonksiyonu (Categorical Cross Entropy)
Aktivasyon
Fonksiyonu ReLU Fonksiyonu
Optimizasyon
Algoritmasi Adam Optimizasyon Algoritmasi

Her bir veri seti i¢in yapay sinir aginin egitiminde
kullanilan veri sayisi, veri setine ait sinif sayist ve
parametre sayilar1 Tablo 5°te verilmistir. SCOPe 2.06,
SCOPe 2.07 ve SCOPe 2.08 wveri setleri sirasiyla
genisletilmis veri setleridir. Veri sayisi ve sinif sayisinin
artig1 gorillmektedir.

Tablo 2. Farkl: veri setlerine ait veri, sinif ve parametre

sayis1
(Number of data, classes and parameters for different data sets)

Veri Seti Veri Sayisi Simif Sayisi Parametre
(Egitim) Sayis1
SCOPe 2.06 171028 1431 195287
SCOPe 2.07 193361 1457 198641
SCOPe 2.08 241395 1485 202253

SCOPe 2.06 veri seti ile yapilan ¢aligmada, katlama
sayilarina ait dogruluk ve kayip degerleri Tablo 3’te
verilmigtir.

Tablo 3. SCOPe 2.06 veri seti igin katlama numaralarina

ait dogruluk ve kayip degerleri
(Accuracy and loss values for fold numbers for SCOPe 2.06 dataset)

Katlama Sayis1 Dogruluk Degeri Kayip Degeri
1 72.6189 1.0517
2 79.8059 0.7604
3 82.5768 0.6191
4 85.3476 0.5192
5 86.0025 0.5192
6 87.5209 0.4938
7 87.9133 0.4472
8 87.3526 0.4274
9 89.1822 0.4256
10 89.4155 0.3754
Ortalama 84.7737 0.5685

SCOPe 2.06 veri seti ile katlama sayist 10 alinarak
gergeklestirilen deneyde ortalama dogruluk degeri 84.77
elde edilmistir. Literatiirde yer alan diger c¢alismalara
kiyasla iyi bir sonug elde edilmistir. SCOPe 2.06 veri setine
ait katlama sayilarina gore egitim ve test dogruluk
degerlerinin grafiksel gosterimi Sekil 7°de verilmistir.
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Sekil 7. SCOPe 2.06 veri seti ile yapilan deneysel

caligmanin grafiksel gosterimi
(Graphical representation of the experimental work with the SCOPe 2.06
dataset)

Sekil 7°de goriildiigii lizere katlama sayilarinin her biri igin
egitim dogruluk degerleri test dogruluk degerlerinden
yiiksek elde edilmigtir. SCOPe 2.07 veri seti ile yapilan
calismada, katlama sayilarina ait dogruluk ve kayip
degerleri Tablo 4’te verilmistir.

Tablo 4. SCOPe 2.07 veri seti i¢in katlama numaralarina

ait dogruluk ve kayip degerleri
(Accuracy and loss values for fold numbers for SCOPe 2.07 dataset)

Katlama Sayisi Dogruluk Degeri Kayip Degeri
1 74.8298 1.0474
2 80.6320 0.7370
3 82.314 0.6558
4 83.7237 0.5792
5 85.4432 0.5496
6 86.3229 0.4906
7 86.0912 0.4863
8 87.1085 0.4560
9 88.1113 0.4210
10 88.6689 0.4229
Ortalama 84.3247 0.5846

SCOPe 2.07 veri seti ile katlama sayis1 10 alinarak
gergeklestirilen deneyde ortalama dogruluk degeri 84.32
elde edilmistir. Literatiirde yer alan diger g¢aligmalara
kiyasla iyi bir sonug elde edilmistir. Ancak SCOPe 2.06
veri seti ile kiyaslandiginda daha diigilk dogruluk degeri
elde edilmistir. SCOPe 2.07 veri setine ait katlama
sayilarina gore egitim ve test dogruluk degerlerinin
grafiksel gosterimi Sekil 8’de verilmistir.

Sekil 8 incelendiginde dogruluk degerlerinin katlama
sayilarina gore sapmalar icerdigi goriilse de degerlerin
basgarili oldugu soylenebilmektedir. SCOPe 2.08 veri seti
ile yapilan ¢aligmada, katlama sayilarina ait dogruluk ve
kayip degerleri Tablo 5’te verilmistir. SCOPe 2.08 veri
setine ait katlama sayilarina gore egitim ve test dogruluk
degerlerinin grafiksel gosterimi Sekil 9°da verilmistir.
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Sekil 8. SCOPe 2.07 veri seti ile yapilan deneysel

calismanin grafiksel gosterimi
(Graphical representation of the experimental work with the SCOPe 2.07
dataset)

Tablo 5. SCOPe 2.08 veri seti igin katlama numaralarina

ait dogruluk ve kayip degerleri
(Accuracy and loss values for fold numbers for SCOPe 2.08 dataset)

Katlama Sayisi Dogruluk Degeri Kayip Degeri
1 78.5391 0.8482
2 84.7904 0.5661
3 85.6140 0.5088
4 87.2205 0.4507
5 88.5805 0.4208
6 88.6173 0.4103
7 90.0507 0.3539
8 90.1116 0.3628
9 88.9140 0.3915
10 89.3228 0.3668
Ortalama 87.1806 0.4680

SCOPe 2.08 veri seti ile gergeklestirilen deneyde ortalama
dogruluk degeri 87.18 elde edilmistir. Calismamizda
kullanilan diger veri setleri ile kiyaslandiginda en iyi sonug
SCOPe 2.08 veri seti ile elde edilmistir.

Sekil 9. SCOPe 2.08 veri seti ile yapilan deneysel

calismanin grafiksel gosterimi
(Graphical representation of the experimental work with the SCOPe 2.08
dataset)

Sekil 9’da yer alan grafik i¢in de katlama sayilar
aralarinda asagi ya da yukar1 yonli sapmalar oldugu
goriilmektedir. Ancak egitim ve test dogruluk degerleri
arasindaki sapmalar dogruluk degerleri ile
degerlendirildiginde uygun oldugu sodylenebilmektedir.
Tiim veri setlerine ait ortalama kayip ve dogruluk degerleri
varyanslari ile hem egitim hem de test sonuglari i¢in Tablo
6 ve Tablo 7’de verilmistir.
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Tablo 6. Veri setlerine ait egitim sonuglari
(Train results for data sets)

Ortalama Ortalama
Veri Seti Kayip Dogruluk Varyans
Degeri Degeri
SCOPe 2.06 | 0.5685 84.7737 +4.9408
SCOPe 2.07 | 0.5846 84.3247 +3.9687
SCOPe 2.08 | 0.4680 87.1806 +3.3379
Veri setlerinin  veri ve smif sayist bakimindan

genisletilmesinin deney sonuglarinda olumlu yonde katki
saglayacagi Ongorilmiistir. Egitim sonuglari
incelendiginde SCOPe 2.06 veri setine kiyasla daha giincel
bir versiyon olan SCOPe 2.07 veri setinin, dogruluk degeri
disik ¢ikmigtir.  Varyans degerleri ile karsilagtirma
yapildiginda SCOPe 2.07 veri setinin SCOPe 2.06 veri
setinden daha tutarli oldugu sdylenebilmektedir. SCOPe
2.06 ve SCOPe 2.07 veri setleri ile elde edilen sonuglardaki
varyans fark, ortalama dogruluk degerleri
karsilastirildiginda kabul edilebilir goriilmiistiir.

Model tizerinde egitim islemi gergeklestirilirken ¢aligmada
kullanilan {i¢ veri seti i¢in de her katlamaya ait dongii sayis1
(epoch) 300 olarak almmistir. Deneysel agidan
karsilastirilabilir olmasi agisindan dongii sayisi, dongi
boyutu, katman sayisi, model yapisi gibi dzellikler her veri
seti icin esit alinmistir. Bu dogrultuda en basarili egitim
sonucu 87.18 dogruluk degeri ile SCOPe 2.08 veri setine
ait olmustur.

Tablo 7. Veri setlerine ait test sonuglari
(Test results for data sets)

Ortalama Ortalama
Veri Seti Kayip Dogruluk Varyans
Degeri Degeri
SCOPe 2.06 0.5947 83.3690 +5.9900
SCOPe 2.07 0.5593 83.4462 +5.6564
SCOPe 2.08 0.4912 86.8238 +4.1862

Veri setlerine ait test dogruluk degerleri incelendiginde,
veri setinin iyilestirilmesi ile dogruluk degerlerinin
iyilesmesi arasinda pozitif iliski oldugu goriilmektedir.
Calismada kullanilan her ti¢ veri seti icin de literatiirde yer
alan caligmalara kiyasla daha iyi sonuglar elde edilmistir.

Bu galigmada en iyi sonug hem egitim hem de test sonuglar1
icin sirasiyla 87.18 ve 86.32 degerleri ile SCOPe 2.08 veri
setine ait olmustur.

Elde edilen benzerlik degerleri sonuglari kullanilarak
egitilen, yalnizca yapay sinir aglar1 kullanilan ¢alismamiz,
literatiirde yer alan birden fazla yontemin birlestirildigi
caligmalara gore daha yiiksek dogruluga sahip sonug elde
etmigtir. Birden fazla yontemin birlestirildigi ¢calismalarda
sistem performansi negatif olarak etkilenebilmektedir.
Verilerde katlanma tiirii sayisinin artis1 protein katlanmasi
simiflandirmasi icin ise pozitif yonde katki saglamaktadir.
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Scop ve ScopE veri tabanlarinda bulunan veri setleri
kullanilarak yapilan ¢alismalarda kullanilan yontem ve bu
yontemlerden elde edilen dogruluk degerleri Tablo 8’de
verilmigtir.

Tablo 8. Protein katlanmasi tanima i¢in literatiirde yer

alan ¢aligmalarin karsilastirmasi
(Comparison of studies in the literature for protein folding recognition)

Test
Calisma Kullanilan Yontem Dogruluk
Degeri
Levitt [1] Destek Vektor Makinesi %63
Destek Vektor Makinesi ve
Suddha [2] Yapay Sinir Aglari %83
birlestirilmis
Xu [39] ResNet %57.7
Liu [15] Destek Vektor Makinesi %78
Liu [40] Evrisimli Sinir Ag1 (CNN) %72.55
Evrisimli Sinir Ag1 (CNN),
. Kapil Yinelemeli Uniteler 0
Morcillo [41] (GRU) ve Karar Agaglari %76.3
birlestirilmis
Bu ¢alisma Yapay Sinir Aglari %386.32

Literatiirde yer alan calismalar incelendiginde protein
katlanmasi tanima islemi icin Destek Vektdr Makinesi
yonteminin siklikla kullanildigi ve bu yontemin yapay sinir
ag1 yontemiyle birlestirildigi goriilmiistir. SCOPe veri
tabanlarindaki veri setlerinin giincellenmesiyle birlikte,
proteinlere ait aile ve siiper aile bilgisi, katlanma tiirii
sayisinin artmasi gibi etkenler dogruluk degerlerini
artirmistir.  Yapay sinir aglarmim diger yontemlerle
birlestirildigi ¢aligmalarda dogruluk degerlerinin 6nemli
Olgiide artig1 gorilmistiir. Destek vektor makinesi ile
yapay sinir aglart yontemlerini birlestirilen ¢aligma [2],
dogruluk degerleri karsilastirmasina gore modelimize en
yakin degeri elde etmistir. Ancak iki farkli yontemin
kullanildig: (destek vektdr makinesi ve yapay sinir aglari)
caligmaya kiyasla yalnizca yapay sinir ag1 kullanilan
yaklasimimizin performans agisindan ustiinliik sagladigi
sOylenebilir.

Calismamizda SCOPe veri tabanlarindaki 2.06, 2.07 ve
2.08 veri setlerinde bulunan proteinler ile ilgili 6zelliklerin
tamami kullanilmamuistir. Bilgi kazanimi hesaplanarak, en
yiiksek degere sahip DM, SP ve CL ozellikleri
kullanilmistir. Bu sayede ¢alismamizda kullanilan modelin
performansinda olumlu etki goriilmiistiir. Bu calismada
elde edilen en yiiksek test dogruluk degeri SCOPe 2.08 veri
seti ile %86.82 olmustur. Sablon tabanli yontemler
kullanilarak elde edilen benzerlik degerleri sonuglari
kullanilarak egitilen, yalnizca yapay sinir aglar1 kullanilan
calismamiz, literatiirde yer alan birden fazla ydntemin
birlestirildigi ¢aligmalara gore daha yiiksek dogruluga
sahip sonu¢ elde etmistir. Birden fazla yontemin
birlestirildigi caligmalarda sistem performansi negatif
olarak etkilenebilmektedir. Verilerde katlanma tiirii
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sayisinin artigi protein katlanmasi siniflandirmasi igin ise
pozitif yonde katki saglamaktadir.

5. TARTISMA (CONCLUSION)

Protein katlanmasi tanima islemi, protein yapilarinin
tahmini i¢in gereklidir. Bu ¢alismada yeni bir yaklagim
Onerilmigtir. Literatiir ¢aligmalari incelendiginde protein
katlanmas: tanima yontemi i¢in farkli bilim dallarindan
faydalanilarak molekiiler biyoloji alan i¢in énem tasiyan
protein katlanmasi tespiti ya da protein katlanmasi tahmini
sayesinde protein yapilarmin belirlenmesi isleminin
gerceklestirildigi  goriilmiistiir. Ozellikle proteinlerin
kimyasal yapilarindan faydalanilarak yapilan analizler
sonucu katlanma tiirli tahmini ve siniflandirmasi i¢in farkl
puanlama yontemleri olusturulmus ve siniflandirma
isleminin iyilestirilmesi amaciyla protein veri bankalarinda
paylasilmistir. Bu c¢alismada da protein dizilerinden,
proteinlerin kimyasal bag yapilarindan elde edilen puanlar,
yapay sinir agi yontemi ile birlestirilerek performansin
iyilestirilmesi saglanmigtir. Sunulan yeni yaklagim, ii¢
farkli veri seti agisindan kiyaslanmistir. Protein katlanmasi
tanima islemi i¢in literatiirde yer alan diger tahmin edici
yontemlerden, destek vektor makinesi, Bayes yontemi, K
en yakin komsu yontemi gibi yaygin kullanilan
yontemlerden oOnemli oOlgiide daha iyi performans
gosteriyor.
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