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Ozet: Giiniimiizde, trafik hayatinda seyreden ara¢ yogunlugu ciddi boyutlara
ulasmistir. Bu nedenle, mevcut ulasim aglarinin kullanim kapasitesi maksimum
seviyelere c¢ikmakta ve trafik sikisikligina yol agmaktadir. Akilli Ulasim
Sistemlerinin bir ¢6ziimii olan Gorsel Trafik Gozetleme Sistemleri trafik sikisikligini
azaltmak icin kullanilan alternatif yontemlerden biridir. Gérsel Trafik Gozetleme
Sisteminin temel gorevlerinden biri; video veya goriintiillerden algilanan arag
tiirlerini dogru bir sekilde siniflandirmaktir. Bu ¢alisma, Gorsel Trafik Gozetleme
Sisteminin arag tiirlerini siniflandirma dogrulugunu arttiracak yeni ydntemler
sunmayl amaglamaktadir. Cogu goriintii smniflandirma dogrulugunu arttiran
calismalarda geleneksel yontemler kullanilirken bu ¢alismada giiniimiizde trend
olan mobil evrisimli sinir aglar1 (MCNN) iki farkh yaklasimla ele alinmaktadir. ilk
olarak, MobileNetvl ve MobileNetv2 modelleri optimize edilerek [MobileNetv1 ve
IMobileNetv2 yaklasimlar énerildi. ikinci olarak, bu énerilen MCNN yaklasimlari
sadece 6zellik ¢ikarici olarak kullanildigl ve elde edilen 6zelliklerin birlestirilmesi,
secilmesi ve siniflandirilmasi gibi yontemlerin birlikte kullanildig1 bir yaklasim
onerildi. Onerilen yaklasimlarla yapilan siniflandirma sonucunda, %85,05 oraninda
cok yliksek bir siniflandirma basarisi elde edilmistir.
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Abstract: Nowadays, the density of vehicles in traffic life has reached serious levels.
Therefore, the utilization capacity of existing transportation networks increases to
maximum levels and leads to traffic congestion. Visual Traffic Surveillance Systems,
a solution of Intelligent Transportation Systems, is one of the alternative method
used to reduce traffic congestion. One of the main tasks of the Visual Traffic
Surveillance System is to correctly classify the types of vehicles detected from video
or images. This study aims to present new methods that will improve the accuracy
of the visual Traffic Surveillance System in classifying vehicle types. While
traditional methods are used in most studies that increase image classification
accuracy, today's trend mobile convolutional neural networks (MCNN) are
considered with two different approaches in this study. Firstly, the MobileNetv1 and
MobileNetv2 models were optimized and the iMobileNetvl and iMobileNetv2
approaches were proposed. Second, the proposed MCNN approaches were used
only as feature extractors. An approach that uses methods such as combining,
selecting, and classifying the features obtained from these approaches was
proposed. As a result of the classification made with the proposed approaches, a
very high classification success rate of 85.05% has been achieved.

1. Giris

Son yillarda, toplumlarin

boyutlara ulasmasi ile birlikte ulasim sistemleri ciddi
manada etkilenmistir. Otomotiv endiistrisindeki bu
sosyal ve ekonomik ivmelenme ile birlikte Uluslararast Motorlu Arag

refahlarinin artmasi ve otomotiv endiistrisinin devasa Ureticileri Orgiitii ‘niin yeni arag tescili veya satigi
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raporlarina gore 2005 ve 2019 arasinda trafige yeni
kayit yapilan motorlu arag¢ sayis1 yaklasik olarak 1.2
milyar adettir [1]. Ara¢ sayisinin bu boyutlara
ulasmasi;; mevcut ulasim aglarinin  kullanim
kapasitesini maksimum seviyeye cikarmakta ve bircok
tilkede trafik sikisiklifina neden olmaktadir [2].
Bununla birlikte, yeni karayollar veya seritler insa
etmek, siirl alan ve yliksek maliyet nedeniyle ¢ogu
zaman uygun bir secenek degildir. Ornegin, Los
Angeles sehrinde yliksek kapasiteli ara¢ seridi insa
etmenin maliyeti serit ve mil basina 750 bin $ ‘a kadar
¢ikmaktadir [3].

Gorsel Trafik Gozetleme Sistemlerini kullanmak trafik
sikisikliklarini azaltmak igin etkili bir alternatif
yontemdir. Bu sistemler arag sayis, tiirleri ve arag hizi
gibi trafik verilerini toplamak icin kullanilan Akill
Ulasim Sistemlerinin (ITS) ayrilmaz bir bilesenidir.
Trafik gozetleme sistemleri ile toplanan verilere
dayanarak, karayolu sistemlerini daha verimli
kullanmak, gelecekteki ulasim ihtiya¢larini tahmin
etmek ve ulasim gilivenligini iyilestirmek icin trafik
analizi gerceklestirilebilir [4]. Birgok iilkedeki
ulastirmadan sorumlu yetkililer tarafindan trafik
gozetleme sistemlerini gelistirmek, yerlestirmek ve
stirdiirmek icin biiylik miktarda para harcamaktadir

[5].

Bir trafik gozetleme sisteminin temel gérevlerinden
biri ara¢ smiflandirmaktir. Farkli araglar tiirlerinin
dogru siniflandirilmasi, etkili trafik operasyonu ve
ulasim planlamas1 i¢in ¢ok 6nemlidir. ,Ornegin,
karayolu iizerindeki biiyiik kamyonlarin sayisiyla ilgili
bilgiler, karayolunun kapasitesini tahmin etmek ve
karayolu bakim c¢alismalarini planlamak ig¢in
kullanilabilir. Karayolu seritlerinin geometrik tasarimi
da ilgili seridi siklikla kullanan arag tiirlerine gore
yapilmaktadir [6].

Arag tirlerinin siniflandirilmas1 bahsedildigi gibi
biiytik bir 6nem arz ettigi icin bu ¢alismanin ilham
kaynagin1 olusturmaktadir. Bu c¢alismada, trafik
gozetleme sisteminin temel 6zelliklerinden biri olan
ara¢ tirlerini siiflandirma islevi ele alinmis olup
mevcut siniflandirma yontemlerinin basarisindan
daha yiiksek bir siniflandirma basarisi elde edilmesine
odaklanmuistir.

Bu dogrultuda, arac¢ tiirlerini simiflandirmak igin
geleneksel makine 6grenmesi teknikleriyle, derin
ogrenmeye dayali teknikler kiyaslandiginda derin
o6grenmeye dayali teknikler biyiik ilerlemeler
saglamistir. Ozellikle ara¢ takibini tanimlama,
Oznitelik ¢ikarma ve tespit etme gorevlerinde ¢ok iyi
bir performansa sahiptir [7]-[9].

Diger taraftan, mobil cihazlarin giinliik yasamda artan
kullannmi ve ¢esitli alanlardaki derin 6grenme
tekniklerinin basariyla uygulanmasi ve diisiik kaynak
tiketimi  gerektirmesi  arastirmacilari,  mobil
cihazlarda derin 6grenme ydntemlerini kullanmaya

tesvik etmektedir [10]. MobileNet[11] (diger adiyla
MobileNetv1) ve MobileNetv2[12] temel olarak akilli
telefon veya disiik kaynak tiiketimi gerektiren
cihazlarda kullanilmaktadir [13].

Bunun yani sira, bir evrisimsel ag1 sifirdan egitmek
icin kapsamli hesaplama giiciine, bellek miktarina ve
biiylik veri kiimlerine ihtiya¢ vardir. Kiiciik bir veri
kiimesine sahip bir agin egitilmesi genellikle asiri
O6grenme problemlerine yol acar. Transfer 6grenme,
bu problem icin en iyi ¢6zlimlerden birisidir.

Arag¢ tirlerini simiflandirma problemi bir¢ok
arastirmacinin ilgi odaginda yer almistir. Bu problemi
ele alan ¢alismalarin biiyiik bir kisminda geleneksel
yontemler kullamlmistir. Bu yontemlerde, farkl
algoritmalar kullanilarak ara¢ goriintiisiinden arka
plan ve diger 6zelliklerin ¢ikarilmasiyla sadece belirli
gorevler i¢in ¢oziimler dnerilmistir. Lee ve ark. [14],
HOG ve SVM teknikleriyle, Manzoor ve Morgan [15],
Olcekle Degismeyen Oznitelik Déniisiimii (SIFT)
teknigini 6znitelik cikarmak icin kullanmistir ve SVM
tabanli bir smiflandirma modeli Onermistir. Bu
siniflandirma  teknigi, [16], [17] 'de kenar
oznitelikleriyle, [18] ' da ise, Haar ve Gabor
oznitelikleri kullanilarak araglarin tespiti yapilmistir.
Zhang [19], PHOG ve Gabor Transform 0znitelik
tanimlama y6ntemlerini birlestirmistir ve aragc tipini
tanimak icin kademeli (cascade) siiflandirici
semasinl Onermistir. Psyllos [20], ara¢ Ureticisi ve
modeli tanimak (VMMR) i¢in bir model dnerilmigtir.
Oznitelik  ¢ikarmak icin  SIFT  kullanilirken
siniflandirma icin Olasiliksal Sinir Ag1 (PNN)
kullanilmistir.

Manuel 06znitelik ¢ikarmayr kullanan geleneksel
yontemlerin aksine, Evrisimli Sinir Ag1 (CNN), sadece
belirli bir goérevin ¢6ziimi icin degil, birden ¢ok
gorevler icin genellestirilen ¢6zlimler sunar ve
Oznitelik ¢ikarmayr otomatik olarak yapar [21].
Araglar ttrlerine goére siniflandiran ¢alismalardan
[22]'de CNN temelli derin sinir agi, SIFT ve SVM
teknikleri birlikte kullanilmistir. Kafai [23], araglarin
arka goriintiilerinden o6znitelikler c¢ikararak Bayes
aglan ile siniflandirma yaparken Zhang ve ark. [24],
vektor nicemleme temsilinin yeniden yapilandirma
hatasinin arag tiirii siniflandirmasi icin kullanildig1 bir
cerceve 6nermektedir. Liu [25], arag tliriinii dogru bir
sekilde siiflandirmak i¢in topluluk derin 6grenmeye
dayal1 bir goriintii siniflandirma yéntemi 6nerilmistir.

Ote taraftan, diigiik giicli cihazlarda ¢alisan
MobileNetvl ve MobileNetvZ CNN modellerini
kullanarak yapilan arag tiirii siniflandirma ¢alismasi
bilinmemekle birlikte bu CNN modelleri farkh
calismalarda kullanilmistir. Rabano ve ark. [26],
atiklarin smiflandirilmasi icin MobileNetvl yontemi
kullanmistir. Bi ve ark. [27], elma yaprag
hastaliklarini tanimlamak icin MobileNetv1 tabanl bir
yontem oOnermistir. Taufiqurrahman ve ark. [28],
diyabetik retinopatiyi siniflandirmak icin
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MobileNetv2 ve SVM tabanli hibrit bir model
onerilmistir. [29] ve [30]'de, Covid-19 hastaligini
siiflandirmak icin Mobilnetv2 ve diger derin
6grenme yontemleri kullanilmistir. Baydilli [31] ‘de
polen tasiyan arilarin simiflandirma basarisini
arttirmak icin ince ayar (fine-tuning) ve transfer
O6grenme teknikleriyle birlikte MobileNetv2 ‘yi
kullanmuistir.

Mobil evrisimli sinir ag1 modellerini 6znitelik ¢ikarma
icin kullanan ve bu 6znitelikler ile arac¢ tiirlerini
siniflandirmayi gerceklestiren yonteme benzer olarak
literatlirde bilinen bir ¢alisma yoktur. Bu calismadaki
amag, farkli mobil evrisimli sinir ag1 modellerinde bazi
iyilestirmeler yaparak belirli katmanlarda elde edilen
Oznitelikleri birlestirip (concatenate) secmek ve bu
Ozniteliklerden dogruluk orani daha yiiksek arag tiirii
siniflandirmas1 yapmaktir. Bu ¢alismanin literatiire
katkilar1 sunlardir;
= Diisiik kaynak tiiketimi gerektiren ve mobil
evrisimli sinir ag1 modeli olan MobileNetv1 ve
MobileNetv2 en iyilestirilerek ve iteratif
olarak belirlenen hiper parametrelerle
(Bolim 3.1 ‘e bknz) ara¢ tirlerini
siniflandirma basaris1 yiiksek olan bir
yaklasim sunar,
= En iyilestirilen ve hiper parametreleri
belirlenen MobileNetvl ve MobileNetv2
modelleri yalnizca bir 6znitelik ¢ikarici olarak
kullanildigr ve elde edilen 6zniteliklerin
birlestirildigi, secildigi ve smiflandirildig:
baska bir yaklasim sunarak arag¢ tiirlerini
siniflandirma basarisini daha da ytikseltir.

2. Materyal ve Metot

2.1. Arag Veri Seti

Bisildet Otobiis Otomobil Taksi Kamyon Minibiis

Sekil 1. Arag veri setinden bir érnek

Arag veri seti [32], farkli zamanlarda ve farkli agilarda
gercek ortamdan elde edilen yaklasik 28 bin arag
gorilintiisiinden ve 17 farkli kategoriden olusmaktadir.
Bu veri setinin boyutu, kategorisi ve ¢erceve boyutu
azaltilarak 3884 adet arag goriintiisii, 6 farkli kategori
ve 224x224 cerceve boyutu ile asil veri seti elde edildi.
Veri setinin boyutu ve kategorisinin azaltilmasinin
nedeni kisitli donanim kaynaklarina sahip bilgisayar
(13.6 GB RAM) iizerinde kosturulmasidir. Ayrica, arag
goriintiilerinin secimi rastgele olarak yapilmistir. Sekil
1’de birkag¢ gorintiisii verilen arag¢ veri seti, 646
bisiklet, 682 otobiis, 690 otomobil, 527 taksi, 624
kamyon, 715 minibiis goriintiisiini icermektedir.
Daha sonra, veri setinin %801 egitim, %10u

dogrulama ve %10 ‘u test i¢in kullanimak {izere
ayrild

2.2. Mobil CNN Modelleri

MobileNetvl, derinlemesine ayrilabilir evrisim
katmanlarindan olusan verimli bir sinir agidir. Daha
kiiciik modellerin ezberleme probleminin daha az
oldugu teorisine dayanarak, MobileNetv1, ¢cogunlukla
daha kiiciik karmasikliga sahip oldugu icin
derinlemesine kullamir [11], [12]. Ote yandan,
MobileNetvl'in bir dst stirimi olan MobileNetV2,
adimlara gore farklihik gosteren iki tiir Darbogaz
Katmani (Bottleneck Layer) olan yeni katman blogu
uygulamaktadir. MobileNetv2’'de sadece evrisimli
katmandan olusan Darbogaz Katmani yerine, bu
parametreyi daha da disiirmeyi amagcladiklari,
derinlemesine bir evrisim katmani kullanilmaktadir

[12].

Giris
224x224x3

Onceden Egitilen
Modeli Yiikle

224x224x3

MobileNetvl Konvoliisyon
Katmanlarini Kullan

7x7x1024

Onceden Egitilen
MobileNetv1’in Tiim
Katmanlarimi Dondur

Tx7x1024
KOH Katmam Ekle

Ix1x1024
Parca Normalizasyon
Katmam Ekle
Ix1x1024
Relu Aktivasyon
Katman Ekle
Ix1x1024

Unutma Katmam Ekle

Ix1x1024
TB Katmam Ekle

a)

Giris
224x224x3

Onceden Egitilen
Modeli Yiikle

224x224x3

MobileNetv2 Konvoliisyon
Katmanlarimi Kullan

7x7x1280

Onceden Egitilen
MobileNetv2’in Tiim
Katmanlarim Dondur

7x7x1280
KOH Katmani Ekle

Ix1x1280
Par¢a Normalizasyon
Katmani Ekle
Ix1x1280
Relu Aktivasyon
Katmam Ekle
Ix1x1280

Unutma Katmam Ekle

Ix1x1280
TB Katmam Ekle

b)

Sekil 2. Onerilen yaklasimin sematik ifadesi. a)
iMobileNetv1, b) iMobileNetv2

Bu ¢alismada, mobile CNN modelleri kompakt yapisi,
kaynak tliketimi, yiiksek dogruluk ve hizli olmasi
acisindan tercih edildi. Ek olarak, farkli yapilara sahip
ag mimarileri, bir goériintiiniin farkl 6znitelikleri ayirt
edici yoniniin gigli oldugu disiniildigiinden bu
modeller tercih edildi [33]-[35].

Bizim  o6nerdigimiz  ilk  yaklasimda, orijinal
MobileNetvl [11] ve MobileNetv2 [12] modellerinin
mimarisini temel alan bazi iyilestirmeler yapildi.
lyilestirilen MobileNetvl ve MobileNetv2 sirasiyla
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iMobileNetvl ve iMobileNetv2 olarak adlandirildi
Sekil 2 onerilen yaklasimlarin sematik temsilini ifade
etmektedir. iki model de, ilk adimda girdi olarak arag
veri setini alirken ikinci adimda 6nceden egitilmis
ImageNet veri setini transfer 6grenme yodntemi ile
kullanir.  Ugiincii  adimda, IMobileNetvl ve
iMobileNetv2 yaklasimlarinda sirasiyla orijinal
MobileNetvl ve MobileNetvZ mimarilerinde yer alan
tiim evrisim katmanlar1 kullanilmaktadir. Dérdiincii
adimda, iMobileNetv1 ve iMobileNetv2
yaklasimlarinda sirasiyla orijinal MobileNetvl ve
MobileNetv2 mimarilerinde 6nceden egitilmis olan
tim katmanlarin agirliklar1 dondurulur. Eger bu
noktada tim katmanlar egitilirse, gradyanin
biiyiikligindeki gilincellemeler, simiflandiricidan
gelen rastgele agirliklar nedeniyle ¢ok biiytik olacaktir
ve 6nceden egitilen model 6grendiklerini unutacaktir.
Bu nedenle, egitim esnasinda onceden egitilen
modelin agirliklarinin giincellenmesi 6nlenir [36].
Besinci adimda, her iki yaklasim i¢in Kiiresel Ortalama
Havuzlama (Global Avarage Pooling)(KOH) katmani,
yedinci adimda Par¢a Normalizasyon (Batch
Normalization) katmani, sekizinci adimda Relu
Aktivasyon Katmani eklenirken dokuzuncu adimda,
iMobileNetvl ve IMobileNetv2 yaklasimlarina
Unutma Katmanmi (Dropout Layer) eklendi. Son
katmanda ise IMobileNetvl ve IMobileNetv2
yaklasimlari i¢cin Tam Baglant1 (Full Connected)(TB)
katmani eklendi. Tim bu eklenen katmanlar, modelin
egitim esnasinda daha stabil olmasim saglamak ve
ezberlemeyi 6nlemek i¢cin yapilmistir.

Son olarak, 6nerilen iki CNN yaklasimi i¢in 224x224x3
goriintli boyutlar1 girdi olarak verilmistir. Arag¢ veri
seti, kiicik boyutlu oldugundan yeterli 68renmeyi
saglayabilmek icin ImageNet ile birlikte transfer
6grenme kullanilmistir. Ek olarak, onerilen her iki
modelde, orijinal modellerin sadece evrisim
katmanlar1 kullanilarak o6znitelik ¢ikarma islemi
gerceklestirilmistir. Ayrica, 6grenmeyi en iyilestirmek
icin dondurma, KOH, normalizasyon, aktivasyon,
unutma katmani ve/veya islemleri eklenirken son
katmanin ¢ikisinda da aktivasyon fonksiyonu olarak
softmax kullamlmistir. [MobileNetvl modelinin
toplamda 91 katmam: bulunurken [MobileNetv2
modelinin toplamda 159 katmani bulunmaktadir.

2.3. SVM Siniflandirici

Destek Vektor Makineleri (SVM) temel olarak iki sinifa
ait verileri birbirinden en uygun sekilde ayirmak icin
kullanilan  denetimli  6grenme  algoritmasidir.
Genellikle siniflandirma problemleri igin tercih
edilmesine ragmen bazen regresyon problemleri icin
de tercih edilmektedir. SVM, veri tiirleri arasinda bir
ayrim yapabilmek i¢in bir dogru (hiper diizlem /cizgi)
cizer. Bu dogrunun farkli veri tirleri i¢in de
maksimum uzaklikta olmasi amaclanir. Ote yandan, iki
veya daha fazla sinifli verileri ayirmak icin temel SVM
yontemi genellestirilmistir [38]. Bu sayede, SVM
dogrusal olmayan siniflandirma, regresyon ve ¢ok

degiskenli fonksiyon tahmini i¢in gii¢li bir ara¢ haline
gelmistir. Ek olarak, SVM, bahsedildigi gibi veri
tiirlerini dogrusal olarak siiflandirmaya ¢alisir ancak
bazi durumlarda bu miimkin olmaz. Bu tir
durumlarda, g¢ekirdek hilesi (kernel trick) ile ¢6ziim
aranir. Bu calismada, arag¢ tiirlerini siniflandirma
islemi i¢cin SVM Siniflandiricisi ve Yarigapsal Tabanh
Fonksiyon (Radial Basis Function) (RBF) cekirdek
hilesi kombinasyonu kullanilmaktadir.

2.4. Oznitelik Secme Yontemleri

Oznitelik secme, veri setinde var olan 6zniteliklerden
yeni bir alt 6znitelik kiimesi ¢ikarma islemidir. Bu
islem ile gereksiz ve birbiriyle ilgisiz olan 6znitelikler
kaldirilir. Bu sayede, hem verinin boyutu azaltilir hem
de performans artis1 gerceklestirilir [42]. Oznitelik
secme islemi ise Oznitelik se¢me yontemleri
kullanilarak basarilir. Oznitelik secme yéntemleri, bir
veri setindeki nesneleri tanimlayan en iyi
ozniteliklerin  secilerek smiflandirma basarisini
arttirmay1 hedeflemektedir. Bu ¢alismada, Karsilikli
Bilgi (Mutual Information) (KB) [43], Stokastik
Gradyan Inisi Simiflandiricis1 (Stochastic Gradient
Descent Classifier) (SGIS) [44] ve Dogrusal Destek
Vektor Siniflandiricist  (Linear Support Vector
Classifier) (DDVS) [45] gibi gomili 6znitelik se¢cme
yontemleri kullanilarak 6znitelik secimi yapildi. Bu
yontemlerle dogrudan Oznitelik secimi
yapilamamaktadir. Ancak, modelden 6znitelik secimi
teknigi kullanilarak 6znitelikler secilebilmektedir. Bu
teknik, her oOzniteligin 6nemini belirlemek icin
egitimden sonra bir tahmin ediciyle birlikte
kullanilabilen  bir meta-dontstiiricidir [46].
Oznitelik degerlerine karsilik gelen énem, saglanan
esik parametresinin altindaysa, 6znitelikler 6nemsiz
kabul edilir ve kaldirilir. Esigi sayisal olarak
belirtmenin yani sira, bir dizi parametre kullanarak
bir esik bulmanin sezgisel yontemleri de
bulunmaktadir. Mevcut sezgisel yontemler; ortalama,
ortanca (medyan) ve ortalamanin ondalikli sabit
sayilarla ¢carpimindan elde edilen katlar1 vb. gibidir.

2.5. Onerilen Yaklasim

Bu c¢alismada, gercek ortamdan elde edilen arag
gorlntiileri i¢cin kapsamli bir ¢alisma yapilarak iki
farkli yontem onerildi. ilk olarak, MobileNetvl,
MobileNetv2 modelleri optimize edilerek
iMobileNetv1 ve IMobileNetv2 yaklasimlari (Sekil 2’ye
bknz.) énerildi. Ikinci olarak, bu &nerilen CNN
yaklasimlar1 sadece bir o6znitelik ¢ikarici olarak
kullanildign  ve elde edilen  6zniteliklerin
birlestirilmesi, secilmesi ve siniflandirilmasi gibi
yontemlerin birlikte kullanildig1 bir yaklasim 6nerildi.
ikinci énerilen yaklasim, temelde dért farkh adim
iizerine insa edilmistir. Bu temel adimlar, Sekil 3’te
onerilen yaklasimin diyagraminda sunulmaktadir. ilk
adimda, arac veri seti, IMobileNetv1 ve IMobileNetv2
yontemleri kullanilarak egitim gerceklestirilir ve
ardindan unutma katmanindan 6znitelikler ¢ikarilir.
ikinci adimda, bu 6znitelikler birlestirilerek toplamda
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Sekil 3. Onerilen yaklasimin diyagrami

2304 ozellikten olusan bir 6znitelik kiimesi
olusturulur. Uciincii adimda, bu 6znitelik kiimesinden
Karsihkli Bilgi (KB), Stokastik Gradyan Inisi
Simiflandiricis1 (SGIS) ve Dogrusal Destek Vektdr
Siniflandiricis1 (DDVS) gibi 6znitelik segme yontemleri
kullanilarak ¢ yeni alt 6znitelik kiimesi olusturulur.
Son adimda ise bu ii¢ 6znitelik kiimesi ayr1 ayr1 SVM
simiflandirici ile siniflandirma islemine tabi tutulur. Bu
¢alisma ile gercek goriintiilerden olusan arag¢ veri

setinin  smiflandirma  basarisinin  arttirilmasi
hedeflenmistir.

3. Bulgular

3.1. Deneysel Strateji

Bu c¢alismada, [MobileNetvl ve IMobileNetv2
yontemleri icin egitimdeki etkisi g6z Onilinde

bulundurularak par¢a boyutu (batch size) sirasiyla 16
ve 8 olarak ayarlandi. iMobileNetv1 ve IMobileNetv2
yontemleri icin unutma (dropout) orani sirasiyla 0.07
ve 0.4 olarak ayarlanmistir. Her iki modelde en iyi
sonuglar1 veren Adam [47] optimizasyon algoritmasi
kullanildi. Her iki model i¢in farkli 6grenme oranlari
iteratif olarak denendi ve en uygun 6grenme orani
1x107° olarak belirlendi. Bu modellerin ¢ikis
katmaninin aktivasyon fonksiyonu olarak softmax
fonksiyonu kullanilirken bu modellerde kayip (loss)
fonksiyonu olarak kategorik capraz entropi kullanildi.
Ote yandan, oznitelik seciminde kullanilan
yontemlerden Karsilikli Bilgi (KB) i¢in en yiiksek
skora sahip 6znitelik sayis1 parametresi (k), Stokastik

Ix1x1024
4
Unutma P
Katman E
Sl e 2304
Rl
R znitelik
R Secimi
-]
219
=
N
Q2
Ix1x1280 SVM. Stmflandirma
4
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=7 F 8 § F
= ; = S =] =,
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= [=] =) w [
» 5 =2 -
Gradyan Inisi ve Dogrusal Destek Vektér

Siniflandiricisindan elde edilen 6znitelik sayisinin
aritmetik ortalamasi olarak ayarlandi. Boylece KB ile
SGIS ve DDVS yéntemlerinin sectigi 6znitelikler
yaklasik olarak esit sayida olmasi saglanmistir ve bu
yontemlerin kendi aralarinda degerlendirilmesine
imkan verilmistir. Diger yodntemlerden Stokastik
Gradyan Inisi Siniflandiricis1 (SGIS) igin durdurma
kriteri parametresi 1x107* ve Dogrusal Destek Vektor
Siniflandiricis (DDVS) icin diizenleme
(regularization) parametresi 1x1072, cezalandirmada
kullanilan norm parametresi  [I1 (Lasso) , veri
setindeki o6rnek sayisi Oznitelik sayisindan biiytk
oldugu i¢in dual parametresi false ve durdurma kriteri
parametresi 1x107% olarak secildi. Son olarak, elde
edilen 6zeliklerden siniflandirma yapmak icin SVM
kullanilir ve bu smiflandiricinin gekirdek (kernel) tiiri
RBF olarak segilir.

3.2. Deneysel Sonuglar

Bu calismada, ilk olarak onerilen IMobileNetvl ve
iMobileNetv2 gibi CNN yaklagimlariyla iki ayn
siniflandirma yapilir. Daha sonra, bu modellerin ilgili
katmanlarindan elde edilen 6znitelikler birlestirilir ve
birlestirilen 6znitelikler belirtilen 6znitelik se¢cme
yontemleri ile ti¢ farkl alt 6znitelik kiimesi secilir. Son
olarak, bu alt 6znitelik kiimeleri ayr1 ayr1 SVM ile
siniflandirilir.  Sonuglarin  degerlendirilmesi icin
karmasiklik matrisinden elde edilen dlgiitler incelenir;
duyarlilik (Duy.), amimsama (An1), f-skor (FSk.) ve
dogruluk (Dog.). Bu metriklerin degerleri asagidaki
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denklemler ile bulunur. Bu denklemlerde gecen DP,
dogru-pozitif, DN, dogru-negatif, YP, yanlis-pozitif, YN,
yanlis-negatif 'i ifade etmektedir [48], [49].

Duyarlilik = DP/(DP +YP) ()]
Amimsama = DP/(DP +YN) (2)
F-Skor = 2DP/(2DP +YP + YN) (3)
Dogruluk = (DP + DI) (4)

(DP + DN + YN + YP)

Deneysel calisma, genel olarak iki farkli asamada
gerceklestirilir. ilk asamada, énerilen iki farkli CNN
modeli ile transfer 6grenme gerceklestirilerek ayri
ayri siniflandirma yapilir ve sonuclari degerlendirilir.
ikinci asamada, bu iki CNN modelinden elde edilen iki
ayr1 6znitelik grubunun ikili kombinasyonu secilerek
birlestirilir. Daha sonra, 6znitelik se¢me yontemleri
kullanilarak bu birlestirilen 6zniteliklerden alt dzellik
kiimeleri olusturulur. Bu alt 6zellik kiimeleri ayr1 ayri
SVM ile siniflandirilir ve sonuglari degerlendirilir.

Onerilen mobil CNN yaklasimlariyla ara¢ veri seti
egitime tabi tutuldugunda, Sekil 4’deki gibi egitim ve
dogrulama kiimelerinin dogruluk ve kayip grafikleri
olusmaktadir. Bu grafiklerde en iyi egitim ve
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dogrulama uyumu IMobileNetvl  modelinde
gerceklesmistir. Ote yandan, siiflandirmadaki en
yuksek dogruluk orami1 %82,47 ile yine bu modelde
yakalanmistir. Sekil 5 ve Tablo 1’de goriildigii gibi bu
modeller arasindan en diisiik dogruluk orami ise
%81,7 ile IMobileNetv2’'de  gerceklesmistir.
iMobileNetv1 ve iIMobileNetv2 CNN yaklasimlarindan
cikarilan 6zniteliklerin birlestirilmesiyle olusturulan
oznitelik kiimesinden en iyi Oznitelik secimi de
Dogrusal Destek Vektor Siniflandiricist yontemi ile
yapilmistir. DDVS yontemi kullanilarak secilen
oznitelikler ile %85,05 oraninda en yiiksek
siniflandirma basarisi elde edilmistir. Birlestirilen
Ozniteliklerden en kotii 6znitelik secimi ise Karsilikli
Bilgi (KB) yonteminin kullanilmasiyla elde edilmistir.

Sonug¢ olarak, 6nerilen CNN yaklasimlari ve gercek
gorintiilerden elde edilen arag veri setinin birlikte
kullanimi ile ara¢ tiirlerinin  siniflandirilmasi
sonucunda gayet basarili bir dogrulama orani elde
edilmistir. Kullanilan ara¢ veri setinin ¢ok Kkiigiik
boyutta oldugu dikkate alindiginda %82,47 dogruluk
orani ¢ok iyi bir orandir. Bu dogruluk oranini daha da
yukseltmek icin Onerilen CNN modelleri sadece
6znitelik ¢cikarici olarak kullanildigi ve bu modellerden
elde edilen ozniteliklerin birlestirildigi ve secildigi
ikinci bir yaklasim onerisi ile siniflandirma sonucunda
yaklasik %3 oraninda bir artis elde edilerek %85,05
oraninda bir basariya ulasilmistir.
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Sekil 4. Onerilen yéntemler icin dogrulama ve kayip grafikleri; IMobileNetv1 yaklasimi icin dogruluk ve kayip grafigi sirasiyla
a) ve b), iMobileNetv2 yaklasimi icin dogruluk ve kayip grafigi sirasiyla c) ve d)
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Tablo 1. Onerilen yaklagimlarin SVM ile siniflandirma sonuglari

St
-5} S f— X ?
— 0 .- \
£ = g | g | ¢ g | 2 e
9] =] — = - > o = o
- = 2 2 1] - [
£ £E | T | S| s| 2| E| E| B
> = m (=) (=) = N = Ao
Duy. | 099 | 0,88 | 0,73 | 0,80 | 0,78 | 0,76
iMobileNetv1 An. | 0093 | 091 | 072 | 0,77 | 0,72 | 086 | 8247423
Fsk. | 0,96 | 090 | 0,72 | 0,78 | 0,75 | 081
Duy. | 092 | 087 | 078 | 0,71 | 080 | 0,78
iMobileNetv2 An. | 093 | 088 | 072 | 0,72 | 0,76 | 0,84 | 81,70103
Fsk. | 0,93 | 087 | 0,75 | 0,72 | 0,78 | 081
iMobileNetvis | Puy- | 093 [ 096 | 068 | 084 | 090 | 074
iMobileNetvz+ | Am. | 0,99 | 0,89 | 081 | 0,76 | 077 | 0,77 | 8427835
SGIs Fsk. | 0,96 | 092 | 0,74 | 0,79 | 0,83 | 0,75
iMobileNetvis | Puy- | 098 [ 094 | 071 | 079 | 086 | 077
iMobileNetv2+ | Anm. | 0,99 | 0,89 | 081 | 073 | 0,81 | 0,79 | 85,05155
DDVS FSk. | 0,98 | 091 | 0,76 | 0,76 | 0,84 | 0,78
iMobileNetvis | Puy- | 096 | 094 | 069 | 071 | 088 | 077
iMobileNetv2+ | Anm. | 099 | 088 | 082 | 071 | 0,75 | 0,77 | 83,550515
KB FSk. | 0,98 | 091 | 0,75 | 0,71 | 0,81 | 077
=
=
o
(@]
3
3
oy
o
[a]
Ydntemler

Sekil 5. Onerilen yaklasimda kullanilan yéntemlere gére dogruluk oranlari

4. Tartisma ve Sonug¢

Bu calismada, gergek goriintiilerden olusan bir arag
veri setinden daha yiiksek bir siniflandirma basarisi
elde etmek i¢in iki farkli yaklasim 6nerdik. Bunlardan
ilki, transfer o©6grenme ile birlikte MobileNetv1,
MobileNetv2 CNN modellerinin mimarilerini temel
alan sirasiyla iMobileNetv1, {MobileNetv2
yaklasimidir. Bu onerilen CNN yaklasimlar ile ¢ok
kiigiik bir veri seti olan ara¢ veri setindeki
goriintiilerin  egitilmesi ve siniflandirilmas1 ¢ok
basarih bir sekilde gerceklestirildi. Ikincisi ise,

onerilen CNN modellerinden elde edilen yliksek
siniflandirma basarisini, 6znitelik se¢me yontemlerini
kullanarak daha da arttirmay1r hedeflemekti. Bu
amagla, onerilen CNN modelleri sadece 06znitelik
¢ikarict olarak kullanilmistir. Bu modellerin farkli
katmanlarindan g¢ikarilan bu iki ayr1 6znitelik kiimesi
ikili kombinasyonla birlestirilerek KB, SGIS ve DDVS
gibi farkli 6znitelik segme yontemleri ile ii¢ yeni alt
oznitelik kiimesi secildi. Bu asamada, en degerli
Ozniteliklerden olusan bir o6znitelik kiimesinin
secilmesi amaglandi. Daha sonra, bu ii¢ yeni alt
Oznitelik kiimesi ayr1 ayr1 SVM ile siniflandirma
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islemine tabi tutuldu. Yapilan deneysel testlerde, en
yiiksek siniflandirma basarisi énerilen iMobileNetv1
ve IMobileNetv2 CNN modellerinden ¢ikarilan
Ozniteliklerin birlestirilmesi ve bu birlestirilen
ozelliklerden en onemli ozelliklerin se¢imi DDVS
Oznitelik  secme  yontemi ile  saglanmistir.
Siniflandirma isleminin sonucunda ise %385,05
oraninda bir dogruluk oram ile ¢ok iyi bir basari
saglanmistir. Bu sonug, 6nerilen ilk CNN modelinin en
yliksek siniflandirma basarisindan yaklasik olarak %3
daha fazladir. Bu ¢alisma ile diisiik kaynakli cihazlarda
calisabilen Mobilenetvl ve MobileNetv2 CNN
modellerinin gercek ortamdan elde edilen veri
setindeki goriintiileri siniflandirma basarisi ¢ok iyi bir
sekilde arttirillmistir. Gelecek ¢alismalarimizda ise,
farkli iyilestirmeler ve 6zellik segme yontemleri ile bu
onerilen yaklasimimizi daha yiiksek bir siniflandirma
basarisi saglamasi i¢in gelistirmeyi hedeflemekteyiz.
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Bu ¢alismada, “Yiiksekégretim Kurumlart Bilimsel
Arastirma ve Yayin Etigi Yoénergesi” kapsaminda
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Ek A. Bu ¢alismada kullanilan kisaltmalar

Kisaltma Anlam

MCNN Mobile Convolutional Neural Network

CNN Convolutional Neural Network

ITS Intelligent Transportation Systems

HOG Histogram of Oriented Gradient

PHOG Pyramid Histogram of Oriented
Gradient

SVM Support Vector Machine

VMMR Vehicle Make and Model Recognition

SIFT Scale Invariant Feature Transform

PNN Probabilistic Neural Network

KOH / GAP Kiiresel Ortalfama Havuzlama / Global
Avarage Pooling

RBF Radial Basis Function

ReLu Rectified Linear Activation Function

KB / MI Karsilikli Bilgi / Mutual Information

: Stokastik Gradyan Inisi Siniflandiricist /
SGIS /SDGC Stochastic Gradient Descent Classifier
DDVS / LSVC Dogrusal Destek Vektoér Siniflandiricisi

/ Linear Support Vector Classifier
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