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ABSTRACT

Diabetes is one of the biggest health problems of today. If diabetes is detected
late, it can cause serious complications such as kidney disorders, cardiac
disorders, visual disturbances and amputation. In addition, this situation puts
a considerable economic burden on the health system. On the other hand,
diabetes can usually occur 7-12 years before it is clinically detected. In this
study, a long short-term memory (LSTM) based approach is proposed for early
detection of diabetes. The proposed approach was tested with 10-fold cross
validation on a dataset of a total of 16 features, including age, sex, and 14
different symptom data from 520 patients. LSTM networks have been
developed for sequence data that have time dependencies between each other.
However, although the data used here has no temporal dependence, it is seen
that the sequential processing of the fixed vectors of the data set improves the
performance. As a result, compared to the prediction studies performed on the
same data set, an improvement of 1.5% was achieved in the F1 score used to
measure the accuracy of the test. As a result of 10-fold cross validation, an
average F1 score of 98.9% was obtained.
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OZET

Diyabet, gliniimiiziin en biiyiik saglik problemlerinden bir tanesidir. Diyabet
hastaliginin geg tespit edilmesi durumunda kisilerde bobrek rahatsizliklari,
kardiyak rahatsizliklar, gérme bozukluklari ve ampiitasyon gibi ¢ok ciddi
komplikasyonlara neden olabilmektedir. Ayrica bu durum saglik sistemi
iizerine Onemli bir ekonomik yiik getirmektedir. Ote yandan diyabet,
genellikle klinik olarak tespitinden 7-12 yil Oncesine kadar ortaya
¢ikabilmektedir. Bu ¢alismada diyabetin erken donemde tespiti i¢in uzun kisa
doénem bellek (LSTM - Long Short-Term Memory) ag1 tabanli bir yaklagim
onerilmektedir. Onerilen yaklasim, 520 hastadan elde edilmis yas, cinsiyet ve
14 farkli semptom verisi olmak iizere toplam 16 6znitelikten olugan bir veri
kiimesi iizerinde 10-kat ¢apraz dogrulama ile test edilmistir. LSTM aglar
birbirleri arasinda zamansal bagimliligi olan dizi seklindeki veriler icin
gelistirilmiglerdir. Bununla birlikte burada kullanilan verilerin zamansal
bagimliligi olmamasina ragmen, veri kiimesinin sabit vektorlerinin sirali bir
sekilde islenmesinin performansi artirdig1 goriilmektedir. Sonug olarak aym
veri kiimesi tizerinde gergeklestirilen tahmin caligmalarina kiyasla, testin
dogrulugunu 6lgebilmek i¢in kullanilan F1 skorunda %1,5’lik bir iyilesme
saglamistir. 10-kat ¢apraz dogrulama sonucunda ortalama olarak %98,9’luk

bir F1 skoru elde edilmistir.
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1. GIRIS

Diabetes Mellitus ¢agimizin en hizli biiyliyen kronik rahatsizliklarindan biridir. Cografi irksal veya etnik
baglamdan bagimsiz olarak hizla gelisen bu hastalik genellikle Tip 1 ve Tip 2 olmak iizere 2 gruba ayrilmaktadir.
Tip 1 olarak adlandirilan diyabet tiirii bagisiklik sisteminin yanlislikla pankreas beta hiicrelerine saldirmasiyla
ortaya ¢ikar [1]. Bu durumda viicuda ya ¢ok az miktarda insiilin salinir veya hi¢ salinmaz. Tip 2 olarak adlandirilan
diyabet tiiri ise, viicudun uygun miktarda insilin {iretmemesine veya viicudun insiline karsi direngli hale
gelmesine bagl olarak ortaya ¢ikar. Diger bir grup arastirmaci diyabeti ti¢ grup altinda incelemektedir. Burada
ticiincii tiir gestasyonel diyabet olarak adlandirilir. Gebelik diyabeti olarak ta bilinen bu diyabet tiirii sadece gebelik
donemindeki hormonal degisiklikler sonucu ortaya ¢ikar [1]. Poliiiri, polidipsi, polifaji, ani kilo kayb1 (genellikle
Tip 1), halsizlik, obezite (genellikle Tip 2), gecikmis iyilesme, gorsel bulaniklik, kasinti, sinirlilik, genital
pamukeuk, kismi parezi, kas sertligi ve alopesi diyabetin yaygin olarak goriilen semptomlaridir [1-3].

Diinya Saglik Orgiitii (WHO) verilerine gore diinya genelinde diyabetli hasta say1s1 1980 yilinda 108 milyon iken,
zaman icerisinde ¢ok hizli bir artis kaydederek 2014 yilinda 422 milyona ulasmistir [4]. Esasinda ¢aligmalar
diyabetin klinik tanidan 7 ila 12 y1l 6ncesine kadar var olabilecegini ortaya koymaktadir [5,6]. Hastaligin ortaya
cikmasiyla klinik taninin konmasi arasindaki bu zaman dilimi i¢inde, insanlar yavag yavas felg, kalp krizi, korlige
neden olan g6z hasari, ayak iilseri, etkilenen uzvun ampiitasyonu, bobrek hasari ve diger coklu organ hasarlar gibi
6limciil komplikasyonlarla karsilagabilirler [1,6]. Hastaligin tanisinin konulmasi ve tedaviye baslanmasi
stirecindeki gecikmeler komplikasyonun siddetinin artmasina neden olmaktadir [1,6]. Ayrica buna bagh olarak
tedavinin saglik sistemi iizerine getirdigi ekonomik yiikiin boyutu da her gecen giin artmaktadir. Bu dogrultuda
diyabetin erken donemde tespiti son derece dnemlidir.

Semptom, viicut kitle indeksi, yas vb. verilerden diyabetin erken donemde teshisi igin hekimlere yardimci
olabilecek sistemlerin gelistirilmesi olduk¢a 6nemlidir. Bu noktada makine 6grenmesi algoritmalari iyi bir ¢o6ziim
olabilir. Makine 6grenmesi, bir grup veri iizerinden otomatik olarak 6grenebilen ve agik programlama [7-11]
olmadan kaliplar algilayabilen yapay zeka uygulamalaridir. Makine 6grenimi, herhangi bir gorevi gergeklestirmek
icin geleneksel algoritmalari kullanmanin zor oldugu veya miimkiin olmadigi bir¢cok durumda basariyla
kullanilmistir. Makine 6greniminin en 6nemli avantajlarindan biri, 6zellikler arasindaki karmagik ve dogrusal
olmayan iliskileri kullanarak tutarli ve yliksek performansli tahminler yapabilmesidir [12]. Buna gore, dogrudan
insanlar tarafindan goriilemeyen karmasik iliskileri belirleyebilirler.

Joshi ve Chawan [13] tarafindan yapilan ¢alismada glikoz, yas, kan basinci ve viicut kitle indeksi gibi 7 farkli
Oznitelik kullanilarak diyabet tahmini gergeklestirilmistir. Calismada [13], makine 6grenmesi algoritmasi olarak
destek vektor makinesi (DVM), lojistik regresyon ve yapay sinir aglarini (YSA) kullanmiglardir. En iyi
smiflandirma performansini DVM ile elde etmislerdir. 25 ile 78 yas arasindaki 250 hastaya ait veriler kullanilarak
Sapon ve digerleri [14] tarafindan gerceklestirilen caligmada, Bayesian Regiilasyon algoritmasi ile %88,8’lik bir
smiflandirma basarimi elde etmislerdir. Tip 2 diyabet tahmini igin Ahmed [15] tarafindan gergeklestirilen
calismada da hastanin cinsiyeti, yasi, sigara i¢ime durumu, hipertansiyon ge¢misi, bobrek problemi, kardiyak
problemi ve goz problemi olmak tizere 9 farkli 6znitelik kullanilmistir. J48 algoritmasi ile %70,8’1ik bir basarim
degeri elde etmislerdir.

Bu c¢alismada, hastalarin diyabetli olma durumunu tahmin etmek i¢in makine 6grenmesi tabanli bir yaklasim
onerilmektedir. Boylelikle karar verme siirecinde hekimlerin elindeki veri miktarmin artirilmas: ve kaynaklarin
daha etkin kullanilmasi amaglanmaktadir. Ayrica diyabetin erken dénemde teshisine yardimer olarak hastalarin
maruz Kkalabilecegi komplikasyonlarin azaltilmasi hedeflenmektedir. Bunlara ilave olarak, literatiirdeki
calismalarda diyabet tahmini yaygin olarak DVM, YSA ve karar agaglar1 gibi geleneksel makine dgrenmesi
algoritmalar1 kullanilmaktadir. Bu ¢alismada derin 6grenme tabanli bir algoritma olan uzun kisa dénem bellek
aglar1 (LSTM) ile tahmin iglemi gerceklestirilmektedir. Elde edilen sonuglar potansiyel olarak umut vericidir.

2. MATERYAL VE METOTLAR
2.1. Veri Kiimesi Tanimi

Kullanilan veri kiimesi, 520 kisiye ait diyabetle ilgili semptomlarinin raporlarini igermektedir. Bu raporlar
icerisinde diyabetin belirtileri olabilecek semptomlara sahip insanlar hakkindaki veriler bulunmaktadir. Bu veri
kiimesi, yakin zamanda diyabetik olan veya hala diyabetik olmayan ancak birkag veya daha fazla semptomu olan
kisilerle dogrudan yapilan bir anketten olusturulmustur [1]. Veriler, Banglades Sylhet Sylhet Diyabet
Hastanesinden dogrudan anket yontemi kullanilarak hastalardan toplanmistir [1]. Bu veri kiimesi, UCI Makine
Ogrenmesi Deposu [16] iizerinde halka agik sekilde yaymlanmustir.
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Tablo 1. Ozellik tanimlamalari

Ozellik Degerler

Yas 1. 20-35, 2. 36-45, 3. 46-55, 4. 56-65, 5. 65 Ustii
Cinsiyet 1. Erkek, 2. Kadin
Politiri 1. Evet, 2. Hayir
Polidipsi 1. Evet, 2. Hayir
Ani kilo kayb1 1. Evet, 2. Hayir
Halsizlik 1. Evet, 2. Hayir
Polifaji 1. Evet, 2. Hayir
Genital Pamukguk 1. Evet, 2. Hayir
Gorsel Bulaniklik 1. Evet, 2. Hayir
Kagint1 1. Evet, 2. Hayir
Sinirlilik 1. Evet, 2. Hayir
Geg lyilesme 1. Evet, 2. Hayir
Kismi Parezi 1. Evet, 2. Hayir
Kas Sertligi 1. Evet, 2. Hayir
Alopesi 1. Evet, 2. Hayir
Obezite 1. Evet, 2. Hayir
Sinif 1. Pozitif, 2. Negatif

Veri kiimesi Tablo 1’de detaylar1 da belirtilen 16 6zellik ve 1 bir sinif bilgisinden olugsmaktadir. Smif bilgisinde
pozitif durum hastada diyabet bulundugu anlamina gelirken negatif durum diyabet olmadig1 anlamina gelmektedir.
Veri kiimesinde 200 negatif sinif 320 pozitif sinif bulunmaktadir. Yas 6zelligi 5 farkli durum altinda kategorize
edilmistir. Diger 6zelliklerin tamami 2 ayri durumdan olugmaktadir. Durum bilgilerinde “Evet” semptomun
bulundugu anlamina gelirken “Hayir” degeri de semptomun bulunmadigi anlamina gelmektedir.

2.2.  Uzun Kisa Donem Bellek Aglar

Yapay sinir aglar1 (YSA) makine 6grenimi uygulamalarinda ¢ok genis bir kullanim alanina sahiptir [17-21]. Farkli
ihtiyaclar dogrultusunda zaman igerisinde bir¢ok YSA modeli gelistirilmistir. Bu dogrultuda bazi YSA'lar farklt
veri tiirlerini islemek i¢in uzmanlasmistir. Evrisimli sinir aglari, goriintii gibi matris tipi veriler i¢in yaygin olarak
kullanilmaya baslanmustir. Ote yandan, dizi tiiriindeki verileri islemek icin tekrarlayan sinir aglar1 (Recurrent
Neural Network-RNN) gelistirilmistir. Geleneksel ileri beslemeli YSA'lar, girdi olarak sadece maruz kaldiklari
mevcut ornekleri dikkate alir. RNN'ler ise bunlardan farkli olarak mevcut girdilerin yani sira zaman igerisinde
algiladiklar1 6rnekleri de girdi olarak kullanirlar.

x; € R? olmak {izere [x4, X5, ..., X} ] seklinde bir dizi verilmis olsun. Burada k degeri dizi uzunluguna bagh olarak
degiskenlik gosterebilir. RNN her adiminda, [hq, h,, ..., hy] seklinde bir gizli durum dizisi meydana getirir. Gizli
durumun t zamanindaki aktivasyonu, mevcut giris x, ve Onceki gizli durum h;_;’in bir fonksiyonu olarak
hesaplanir. Bu siireci su sekilde ifade etmek miimkiindiir:

he = f (e heq) 1)

Geleneksel ileri beslemeli YSA'nin aksine, RNN'lerin bir tekrar katmani vardir. Bu katman araciligiyla, ileri
beslemeli ag tarafindan iiretilen durum bilgisi depolanir ve giris bilgisi ile aga yeniden uygulanir. Yani, RNN'lerin
simdiye kadar hesaplananlari tutan bir hafizas1 vardir. Sekil 1 ve Sekil 2, sirastyla 6rnek bir RNN agini ve bu agin
acik gosterimini gostermektedir.
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Sekil 1. Tekrarlayan Sinir Aginin kapali gosterimi [21]
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Sekil 2. Tekrarlayan Sinir Aginin agik gosterimi [21]

Genellikle LSTM (Long Short-Term Memory Network) olarak adlandirilan uzun kisa dénem bellek aglari, uzun
vadeli bagimhliklar1 dgrenebilen dzel bir RNN tiiriidiir. ilk olarak 90'larin ortalarinda [23] onerilen bu model
giinlimiizde yaygin olarak kullanilmaktadir. RNN'lerde diziler iglenirken, YSA’nin durum bilgilerinin saklanmasi
ve aktarilmasi amaclanmaktadir. Ancak, durum bilgilerinin stirekli islenerek aktarilmasi sonucunda uzun vadeli
bagimliliklar1 bozmadan aktarilmasi pek olasi degildir. Diger bir deyisle, kisa vadeli bagimliliklar ¢ok basarili bir
sekilde aktarilirken, uzun vadeli bagimliliklarin aktarilmasinda sorunlar yasanmaktadir. LSTM'ler, uzun vadeli
bagimlilik sorunlarim ele almak igin tasarlanmistir. Kisa vadeli bagimliliklar Sekil 3'te goriiliirken, uzun vadeli
bagimliliklar Sekil 4'te goriilmektedir.

A > A > A > A *» A
1 I I 1 I
X0 X1 X2 X3 X4

Sekil 3. Kisa vadeli bagimliliklar [21]

1 I

A

A A

» A > » > »
X4 Xt Xi+1 Xt+2

Sekil 4. Uzun vadeli bagimliliklar [21]
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Tim RNN aglar1 bir zincir gibi tekrar eden modiillerden olusur. Standart RNN'lerde, bu modiillerin her biri
genellikle bir tanh fonksiyonundan veya benzer bir fonksiyondan olusur. Sekil 5, standart bir RNN'nin modiil
yapisin1 gostermektedir. LSTM'leri standart RNN'lerden ayiran 6zellik, bu modiiliin i¢ yapisinin Sekil 6'da
goriildiigii gibi birbiriyle etkilesen 4 ayr1 yapidan olusmasidir.

he-1 Cht h\tf/l
A tanh A
X1 Xt Xt+1
Sekil 5. Standart RNN yapis1 [21]
ht-1 he ht+1
.
A
»— X +) ~ > —
A Y Py A
g g tanh Qg L
1 _J I __J > >

Xt-1 Xt Xt+1

Sekil 6. LSTM yapisi [21]

LSTM modiilii 3 ayr1 kapidan olusur. Bunlar sirasiyla unutma kapsisi, giris kapsi ve ¢ikis kapisidir. Unutma
kapilari, bilgilerin ne kadarmin unutulacagina ve ne kadarinin bir sonraki agamaya aktarilacagina karar verir. Bu
islem i¢in, O ile 1 arasinda bir deger lireten sigmoid fonksiyonu kullanir. 0, bilginin asla iletilmeyecegi anlamina
gelirken, 1, hepsinin iletilmesi gerektigi anlamina gelir. Bir sonraki adim, hangi bilgilerin depolanmasi gerektigine
karar vermektir. Bu iglem girig kapisindaki sigmoid fonksiyonu ile gergeklestirilir. Tanh fonksiyonu daha sonra
C,olarak ifade edilen aday degerlerin bir vektoriinii olusturur. Daha sonra bu iki siire birlestirilir. Bu islemden
sonra bellek hiicresinin yeni durum bilgisi hesaplanir. Son olarak, sistemin ¢iktisi hesaplanir. Bu iglemler
matematiksel olarak su sekilde ifade edilebilir:

ie = o(W; - [he_y, %] + b)) @)
C, = tanh( W - [he_y, %] + bc) 3)
Co=fr*Co_q+ iy % Cy (4)
o =W, - [he_1,x:] + b,) (5)
h; = o, * tanh( C;) (6)
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2.3.  Performans Degerlendirme Olciitleri

Performans degerlendirme Olgiitleri, veri madenciligi modellerinden elde edilen sonuglari kiyaslamak igin
kullanilan 6nemli parametrelerdir. Veri madenciligi alaninda, elde edilen sonuglari literatiirdeki ilgili caligmalarla
karsilastirmak i¢in kullanilan gegerli bircok ol¢iit vardir. Bu amagla, bu calismada k-kat capraz dogrulama,
basarim, hassasiyet, kesinlik ve F1 skoru gibi ¢esitli metrikler kullanilmistir.

Veri madenciligi caligmalarinda, uygulanan modellerin basarisini degerlendirmek i¢in veri kiimesi egitim ve test
kiimelerine ayrilmaktadir. Bu ayirma islemi igin kullanilan farkli yontemler bulunmaktadir. K-kat capraz
dogrulama, siniflandirma modellerinin egitimi ve degerlendirilmesi i¢in veri kiimesini ayirmak i¢in kullanilan en
yaygin yaklasimlarindan bir tanesidir. K-kat ¢apraz dogrulama yonteminde, dnce bir k degeri belirlenir. Veri
kiimesi belirtilen k degerine bagli olarak parcalara boliindiikten sonra, k-kat capraz dogrulama sistemi
kullanilmaya baglanir. Verinin bir kismi test i¢in segilir ve geri kalan kismi da egitim igin kullanilir. Bu iglem
belirlenen k degeri kadar tekrarlanir. Her adimda, daha once test i¢in kullanilmayan veri kiimesinin 1 / k kismi
test i¢in kullanilirken geri kalani egitim i¢in kullanilir. Veri kiimesindeki her 6rnek hem egitim icin hem de test
icin kullanilmis olur. Bu nedenle k farkli test sonucu elde edilmistir. Sonuglarin ortalamasi modelin test
dogrulugunu verir. Bu ¢alismada, aglarin performansini degerlendirmek 10 kat ¢capraz dogrulama kullanilmistir.
Onerilen algoritmalarin degerlendirilmesinde, k kat capraz dogrulamayla birlikte, basarim, kesinlik, hassasiyet ve
F1 skoru 6lgiitleri kullanilmistir. Kullanilan performans degerlendirme 6lgiitleri matematiksel olarak su sekilde
ifade edilebilir:

B _ DP + DN .

A = DP ¥ DN+ YP + YN 7

Kesinlik = bF 8
eSS = pp v yp ®

H iyet = bp 9
assasiyet = o TYN 9

Kesinlik. Hassasiyet
F1=2 (10)

~ ""Kesinlik + Hassasiyet

Burada;

Dogru Pozitif (DP): Diyabetik hastalar i¢in diyabetik karar sayisi,

Dogru Negatif (DN): Diyabetik olmayanlar i¢in diyabetik olmayan kararlarin sayisi,

Yanlis Pozitif (YP): Diyabetik olmayanlar i¢in diyabetik kararlarin sayisi,

Yanlis Negatif (YN): Diyabetik hastalar i¢in diyabetik olmayan kararlarin sayisini ifade eder.

3. SONUCLAR VE TARTISMA

Bu ¢alismada, 16 farkli 6znitelik kullanilarak 520 farkli bireyin diyabetli olup olmama durumu tahmin edilmistir.
Siniflandirma islemi igin iki ayr1 gizli katmandan olusan bir LSTM ag1 kullanilmistir. Her bir katman 100 iiniteden
meydana gelmektedir. Simiflandirma dogrulugunun kiyaslanmasi ig¢in 10-kat capraz dogrulama yontemi
kullanilmstir. Bu iglemde dncelikli olarak veri 10 esit parcaya boliinmiis ver her defasinda pargalardan biri ile test
islemi gerceklestirilirken geri kalan kisimlar egitim igin kullanilmistir. Tablo 2°de her bir pargaya ait hassasiyet,
kesinlik, F1 ve basarim degerleri verilmistir. Bunun yani sira yine Tablo 2’de 10-kat ¢apraz dogrulama igleminin
ortalama sonuglar1 goriilmektedir.

Tablo 2’deki sonuglar degerlendirildiginde, her bir parga arasindaki veri dagiliminin birbirini dislayan nitelikte
rasgele olarak gergeklestigi ve bunun sonucunda da her bir parga arasindaki dogruluk degerlerinin birbirine benzer
oldugu goriilmektedir. Hassasiyet, kesinlik, F1 ve basarim degerleri igin ortalama skorlarda sirasiyla %99,37,
998,43, %98,9 ve %98,65 degerleri elde edilmistir.
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Tablo 2. 10-kat ¢apraz dogrulama sonuglari

Hassasiyet (%)  Kesinlik (%) F1(%) Basarim (%)
Kat 1 95,83 95,83 95,83 96,15
Kat 2 96,77 100,0 98,36 98,08
Kat 3 100,0 96,43 98,18 98,08
Kat 4 100,0 100,0 100,0 100,0
Kat 5 100,0 97,06 98,51 98,08
Kat 6 100,0 100,0 100,0 100,0
Kat 7 100,0 100,0 100,0 100,0
Kat 8 100,0 100,0 100,0 100,0
Kat 9 100,0 96,67 98,31 98,08
Kat 10 100,0 97,06 98,51 98,08
Ortalama 99,37 98,43 98,9 98,65

Tablo 3’te ayni veri seti iizerinde farkli algoritmalar ile gergeklestirilen 10-kat ¢apraz dogrulama sonuglart
goriilmektedir. Buna goére diger ¢aligmada [1] en iyi performansi %97,4’liik F1 degeri ile “Random Forest”
algoritmast gosterirken en kot sonucu ise %87,5°1lik F1 degeri ile Naive Bayes algoritmasi gostermistir. Bu
¢alismada kullanilan LSTM modeli diger ¢alismadaki en iyi F1 skoruna kiyasla %1,5’1lik bir iyilesme saglamustir.
LSTM aglar1 yaygin olarak birbirleri arasinda zamansal bagimlilig1 olan dizi seklindeki veriler i¢in kullanilirlar.
Burada kullanilan diyabet verilerin zamansal bagimlilig1 olmamasia ragmen, veri kiimesinin sabit vektorlerinin
sirall bir sekilde islenmesinin performansi artirdigi goriilmektedir. Dolayisiyla, girdileriniz ve ¢iktilariniz sabit
vektorler olsa bile, bu giiclii bigimciligi onlar1 siral1 bir sekilde islemek i¢in kullanmak hala miimkiindiir ve bunun
performansi artirdig1 goriilmektedir.

Tablo 3. Diyabet veri kiimesi iizerinde elde edilen sonuglar

Cahismalar Yontemler Hassasiyet (%) Kesinlik (%) F1 (%)
Naive Bayes 87,4 87,9 87,5
[1] Lojistik regresyon 92,4 92,4 92,4
J48 95,6 95,7 95,6
Random Forest 97,4 97,4 97,4
Bu ¢alisma LSTM 99,37 98,43 98,9
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